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Abstract

　現在ロボカップサッカーの標準プラットフォー

ムリーグ (SPL) では，白地に黒色の五角形のテ

クスチャ模様がある，いわゆるサッカー柄のボー

ルを使用し，自然光が差し込むフィールドでの

精度が高いボール認識が要求されている．本稿

では，そのような照明環境が変動する環境に対

してロバストかつ，リアルタイムにボール認識

を行うため，画像の特徴量によるカスケード型

の分類器を用いた手法を提案する．そして，最

良の精度が得られる特徴量を調べるため，複数

の特徴量を用いて比較検証を行った．

1 はじめに

ロボカップサッカーの標準プラットフォームリーグ

(SPL)は，全チームが同一のロボットを用いてプログラミ

ングの優劣を競うサッカーリーグである [1]．現在は Soft-

Bank Robotics社のヒューマノイド型ロボット，NAOが

用いられている．また，SPLのルールは年々変更されて

おり，人間がサッカーを行う環境に近づき，難易度も増し

ている．その中でもボールは，以前はオレンジ色のボー

ル (図 1) を用いられていたが，ルール変更により白地に

黒色の五角形のテクスチャ模様のボール (図 2) に変わり，

フィールド環境も自然光の中で行うよう変更された．

図 1: 以前使用していた

オレンジ色のボール

図 2: 現在使用している

白地に黒色の模様のボール

オレンジ色のボールを使用していたときは，画像内の

オレンジ色の領域を探索すればよかったが，白地に黒色

の模様のボールに変わり，単にボールの色を探索するだけ

では認識できなくなった．しかし，その手法ではボールの

影や，内部に生じるエッジによりズレが生じたり，NAO

の関節などをボールと誤検出してしまう (例：図 3,4)．

図 3: 影によって

誤認識した図
図 4: NAOをボールと

誤認識した図

また，NAOは計算能力が限られており，その中でボー

ルやNAOの認識，自己位置の計算等をリアルタイムで行

わなければならない．

近年，物体認識の手法として，機械学習を用いる手法

が注目されている．この手法は，人が物体の特徴を設定

したりする必要がなく，複雑な物体でも認識することが可

能である．有名なものとして，DeepLearningを用いた手

法が挙げられる．これは，現在物体認識において，認識精

度が最も高い手法であり，2012年の画像認識コンテスト

で２位の手法と圧倒的な差をつけて優勝したことにより

注目されるようになった．しかしDeepLearningを用いた

手法は，計算量が莫大であるため，NAOの CPUではリ

アルタイム処理が難しい．そこで本研究では，機械学習

の内，Boostingされたカスケード型分類器を用いること

で，NAOでリアルタイムなボール認識を実現させた．
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2 先行研究

2.1 Boosting

ブースティングとは，弱分類器を組み合わせることで，

より精度の高い分類器を作り上げる手法である (図 5)[2]．

本研究では，複数あるBoostingの手法の内，AdaBoost

という手法を用いた．AdaBoostとは，Adaptive Boosting

の略であり，学習過程で，分類器の認識率に対して適応的

に重み付けをし再学習することで精度の良い分類器を作

る手法である [3]．

図 5において，hT (x)は，T個目の特徴量を指し，αは

重みを指す．

図 5: AdaBoost

2.2 画像特徴量

カスケード型分類器は，学習時に特徴量を抽出しそこ

から分類器を作成する．今回は以下の３つの特徴量につ

いて比較した．

• Haar-like特徴量

• Local Binary Pattern (LBP) 特徴量

• Histogram of Oriented Gradients (HOG) 特徴量

次項からそれぞれの特徴量の説明を記す．

2.2.1 Haar-like特徴量

Haar-like特徴量とは，画像の輝度の差を利用したもの

である [4][5]．この手法は，予め Haar-like特徴と呼ばれ

る短形領域のパターンを複数用意する (図 6)．

図 6: Haar-like特徴

次に，入力画像上の一部分を切り取り，そこにパターン

をそれぞれ当てはめ，式 (1)のように計算し，その値を特

徴量とする．

H(r1, r2) = S(r1)− S(r2) (1)

ここで，S(r1)と S(r2)がそれぞれ用意したパターン中

の白と黒の 2つの領域の平均輝度値である．

この手法は，顔認識によく用いられており，年齢，人種

関係無い特徴を得ることができる．

2.2.2 LBP特徴量

LBP特徴量とは画像のヒストグラムを利用したもので

ある [6][7]．この手法は回転変動などには弱いが，画像の

照明変化の影響を受けにくく，また高速計算が可能である．

LBPの計算は 3×3ピクセルサイズの画素領域に着目し

行う．まず中心の輝度値と周辺 8近傍の画素の輝度値を比

較する．その 8近傍の内，輝度値が中心の輝度値以上のと

き 1，それ以外を 0とする．ここにマスクを掛け合わせ，

その総和を求めこの値が中心画素の輝度値と置き換える．

マスクとは，左上から時計回りに 2nの重みを割り振った

ものである (図 7中，右から 2番目の図)．この作業を全

画素に対して行い，できた画像を LBP画像と呼ぶ．こう

して求めた LBP特徴量を用いて物体を認識する．

図 7の場合，上記のように計算し，式 (2)より LBP特

徴量は 241となる．

図 7: LBPの計算方法

LBP = 1 + 16 + 32 + 64 + 128 = 241 (2)

2.2.3 HOG特徴量

HOG特徴量とは，局所領域の輝度の勾配方向をヒスト

グラム化したものである [8]．HOG特徴量の求め方は，ま

ず局所領域の輝度の勾配方向と強度を算出し，ヒストグ

ラムを作成する．そして局所領域ごとで正規化を行うこ

とで求めることができる．

この特徴量は，画像内の対象物体の大きさ変化や回転

には弱いが，対象の物体が一定の枠内に収まっている画

像等では，照明の変化などにも強く，人物検出として用い

られている．

2.3 Attention Cascade

Attention Cascade とは，強分類器を複数連結させた構

造をしている (図 8)[9]．こうすることで，上位で関係な

い領域を早めに削除していくため，効率よく認識するこ
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とができる．各ステージの強分類器は AdaBoostで学習

させている．

図 8: カスケードと学習器の構成

3 提案手法

本研究は，画像の特徴量を用いてカスケード型分類器

を作成し，ボール認識を行った．カスケード型分類器は，

画像群を学習データとして学習させ作成する．用いる学習

データセットとして，ボールが写っている画像 (ポジティ

ブ画像) と，ボールが写っていない画像 (ネガティブ画像)

をそれぞれ用意した．ポジティブ画像には，室内で撮影し

たものと屋外で撮影したものを (例：図 9,10)，ネガティ

ブ画像に，画像内にボールが写っていない画像を用いた

(例：図 11)．これらの画像データセットは公開しており，

誰でも利用可能である 1．

また，機械学習で精度を向上させるためには大量のデー

タが必要となるため，同じ SPLチームの SPQRが公開し

ているデータセットも用いた [10]2．これらの画像データ

を用いて，カスケード型分類器を作成する．

図 9: ポジティブ画像 (室内)

1http:/www.ist.aichi-pu.ac.jp/lab/robocup-spl/en/

publications.html
2http://www.dis.uniroma1.it/~labrococo/?q=node/459

図 10: ポジティブ画像 (屋外)

図 11: ネガティブ画像 (屋内)

また，画像全体を探索すると処理に時間がかかってしま

うため，まずボールの候補領域を抽出し，その領域候補を

分類器に適用する．このボール候補領域の抽出には，SPL

のチーム，B-Humanのコードリリース 2016内の『Ball-

Region』というモジュールを使用した [11]3．このモジュー

ルでは，まず画像全体を垂直方向に探索し，白色の領域を

ボールの候補として検出している．

本研究では，このモジュールにより得られたボール候

補をカスケード型分類器に入力し，1つに絞った．

4 実験

本研究では，前節で説明したそれぞれの特徴量のカス

ケードを作成し，性能を比較する．評価するポイントは次

の 3点である．

• ボールの認識率

• 照明環境の変化に対するロバスト性

• 処理速度
3https://github.com/bhuman/BHumanCodeRelease/tree/

coderelease2016
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実験条件は表 1の通りである．実験で使用したプログ

ラムコードは githubで公開している 4．今回，ステージ

数を 14にしたのは，それぞれの特徴量でカスケードを作

成した際に，最も少ないステージ数で候補を絞れたカス

ケードのステージ数に揃えたためである．

表 1: 実験条件
画像処理ライブラリ OpenCV 2.4.13.1

Boosting type Gentle AdaBoost

プログラミング言語 C++

画像サイズ 640×480

カスケードのステージ数 14

また，精度を比較するにあたり，認識率の値とボールで

はない部分をボールだと誤認識した数を用いた．誤認識

の判断は，ボール全体を囲えていない，又は，囲った内側

とボールの間に隙間がないものとした．

4.1 実験用カスケード作成

まず，実験を行うために Indoor カスケードと Out-

door カスケードの 2 種類のカスケードを作成する．本

研究では，カスケードの作成に OpenCV (Open Source

Computer Vision) のライブラリを用いた．

学習に用いるデータ画像は，NAOに備わっているカメ

ラで撮影した．NAOのカメラは額の中心と口元の 2箇所

にあり，この内，額の中心にあるカメラを用いた．この画

像サイズは 640×480であり，フレームレートは 30fpsで

ある．

Indoorカスケードは屋内で撮影した画像のみで学習さ

せ作成する．学習に用いたデータの内訳は表 2に示す．

表 2: Indoorカスケードの作成に用いた画像枚数

ポジティブ画像 700枚

ネガティブ画像 300枚

Outdoorカスケードは，屋外で撮影した画像と屋内で

撮影した画像を両方用いて学習し作成した．学習に用い

たデータの内訳は表 3に示す．

表 3: Outdoorカスケードの作成に用いた画像枚数

ポジティブ画像
屋内画像 700枚

屋外画像 210枚

ネガティブ画像 300枚

4http://github.com/CamelliaDragons/

CamelliaDragonsCodeRelease

4.2 ボールの認識精度の比較

屋内で撮影したボール 100個分の画像群を用いて，そ

れぞれの特徴量における認識精度を比較する．この実験

では Indoorカスケードを使用した．実験の結果は表 4の

通りとなった．

表 4: ボールの認識精度
特徴量 認識率 [%] 誤認識数 [個]

Haar-like 95 44

LBP 97 197

HOG 86 5

この結果から，LBP特徴量は認識率が高いが誤認識し

た数も多く，HOG特徴量は他の特徴量と比べると，認識

率は低いが誤認識した数は少ないことが分かった．

4.3 照明環境の変化に対するロバスト性の比較

次は，屋外の画像群をボール 100個分用いて，それぞれ

の特徴量における精度を比較する．今回の実験では，In-

doorカスケードとOutdoorカスケードそれぞれで精度比

較を行う．実験の結果は表 5の通りとなった．

表 5: 照明環境の変化に対するロバスト性
カスケード 特徴量 認識率 [%] 誤認識数 [個]

Haar-like 41 78

Indoor LBP 52 405

HOG 63 11

Haar-like 83 191

Outdoor LBP 60 1184

HOG 85 17

この結果から，照明環境の変化に対して最もロバスト

性が高いのはHOG特徴量となった．そして，全ての特徴

量に対して屋内の画像のみで作成したカスケードよりも，

屋外の画像も合わせて作成したカスケードの方が認識精

度が向上したことも分かった．

4.4 処理速度の比較

最後に，Indoorカスケードを用いて，それぞれの特徴

量における処理速度を比較する．今回はネガティブ画像

を 2000枚用いて処理速度を計測し誤認識した数を計 3回

ずつ測定した．実験の結果は表 6の通りとなった．

この結果から，Haar-like特徴量が最も処理時間が早く，

逆にHOG特徴量が一番時間がかかることが分かった．し

かし HOG特徴量は誤認識した数が最も少なく，LBP特

徴量が誤認識した数が最も多かった．
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表 6: 処理速度
特徴量 処理速度 [ms] 誤認識数 [個]

8.78× 104

Haar-like 8.08× 104 11902

8.79× 104

10.14× 104

LBP 10.09× 104 39352

10.16× 104

19.00× 104

HOG 18.90× 104 1687

18.20× 104

4.5 考察

4.2～4.4節の結果から，それぞれの特徴量に対し次のこ

とが分かった．

Haar-like特徴量

Indoorカスケードで屋外でのボール認識の精度が良

くないが，Outdoorカスケードでは屋外でのボール

認識の精度は高いため，学習データに対応する環境

のデータを加えることで対応できることが分かる．ま

た，処理速度が 3つの特徴量の中で最も早い．

LBP特徴量

誤認識した数が多く，また Indoorカスケードを用い

て屋内でボール認識を行ったときは認識率は一番高い

が，Outdoorカスケードを用いたときの屋外のボー

ル認識精度が低いため，より複雑な環境下での精度を

高めるには大量の学習データやカスケードのステー

ジ数を増やす必要があると考えられる．

HOG特徴量

照明変化に強く，誤認識した数も低いが，処理速度

が他の特徴量を用いた場合よりも圧倒的に遅い．

これらのことを考えると，SPLにおけるリアルタイム

ボール認識には，3つの特徴量の中では Haar-like特徴量

が適していると考えられる．

　

　

　最後に，実際にHaar-like特徴量を用いてボール認識を

行った結果を示す．以下に示す画像において，黒い輪郭で

赤いフィルターでマークされたものがボールと認識され

たものである．

まず屋内にて，3m離れたところにボールを置いた場合

と，4.5m離れたところにボールを置いた場合でも図 12，

13のように正確に認識することができた．

図 12: 3m離れたボールの認識

図 13: 4.5m離れたボールの認識

次にボールをフィールドの白線上に置き，認識が困難

な場合でも，ボールを正確に認識することができている

(図 14)．

図 14: 白線上のボールの認識

また自然光が当たる屋外における環境においても，ボー

ルの認識が正確にできている (図 15)．
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図 15: 屋外でのボールの認識

5 おわりに

本稿では，画像特徴量を弱識別器としたAdaboostを用

いたカスケード型分類器によるボールのリアルタイム認

識を行った．機械学習により，物体の特徴を自動で抽出で

きるため，人間にとって特徴を定義するのが困難な場合

でも特徴を捉え識別できることが分かった．また前節の

結果より，SPLにおいては，Haar-like特徴量を用いた物

体認識が適していることが分かった．

今後の課題として，静止画像に対して分類器を作成し

たため，動いているボールの認識精度はあまり高くない．

強豪チームはキックしたボールの速度が速いため，この

ような状況への対処方法も検討していきたい．
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