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Abstract

The aim of this research is to achieve kicker’s

planning using the idea of knowledge sharing

between players. When a kicker makes a deci-

sion he plans action sequences. However, our

team opuSCOM has a low success rate of the

planning action sequences. It is caused by no

consideration of other players’ movements in

the kicker’s planning, which is a difficult task.

We employ knowledge sharing to consider the

kicker’s planning and to select an action. In the

experiment, we show effectiveness of the knowl-

edge sharing.

1 はじめに

ロボット工学と人工知能の領域横断型研究プロジェクト

としてRoboCup [1]が知られている．RoboCup には様々

なリーグが存在しており，それぞれのリーグにおいて活

発に研究，開発が行われている．チーム開発においては，

ただ単に勝利するだけではなく，賢く安定して勝利するこ

とが望まれている．ランダムや思いつきで作られた戦術

を使って勝利することよりも，緻密なデータ分析や機械

学習によるモデル化を活用して勝利につながる戦術を生

成することがRoboCupの理念と合致する．ドリブル等の

行動を洗練する [2]，相手の行動を予測して意思決定を行

う [3]，相手チームに合わせた戦術をとる [4]，といった研

究が様々な観点から進められている．

RoboCupサッカーリーグの一つであるサッカーシミュ

レーション 2Dリーグ [5]では，近年戦術が多様化してお

り，相手戦術との相性が試合結果に大きな影響を与えてい

る．このような背景から,勝利のために，相手に合わせた

戦術に切り替える研究が行われている．しかし，これには

相手戦術の見極めや，複数の対抗戦術を用意する必要が

ある．そこで，相手戦術に依存せず，自身の戦術の完成度

を高めていく実装に取り組んでいる．

本論文では，オフェンス時のプレイヤの行動選択を研

究対象とする．オフェンス時，ボールを保持したプレイ

ヤ (Kicker)は，より有効な戦術を実現するために，パス

やドリブルなどのプランニングを数手先まで行い，行動候

補の中からより評価値の高い行動を選択する．ボールを

保持していないプレイヤ (nonKicker)は，フォーメーショ

ンに従うことのみを目的としたポジショニングを行い，そ

こには Kickerのプランニングが考慮されていない．本研

究室で開発しているチーム opuSCOMは，Kickerがプラ

ンニングを行っているにも関わらず，そのプランニング通

りに行動できていない場面が多い．この問題を解決する

ために，本論文では nonKickerの行動に着目し，共有知

を用いたプランニング推測に基づく行動選択を提案する．

全プレイヤが推測したプランニングに基づいて行動する

ことで，プランニング通りの行動を実現させることを目

的とする．この目的を達成することで，opuSCOMの性

能の向上を図る．数値実験により，共有知の実装前後にお

ける opuSCOMの性能の変化を調査する．

2 研究背景

RoboCupサッカーシミュレーション 2Dリーグでは，戦

術の多様化が進んでおり，各チームは様々な戦術を用い

る．それに伴い相手戦術との相性が試合結果に大きな影響

を与える．この問題に対して，相手戦術に合わせた戦術へ

の切り替え，または，相手戦術に依存しない戦術の実装が

対応策として挙げられる．戦術切り替えでは，Nakashima

ら [6]が提案した勝敗予測などから相手戦術の識別を行う

ことに加え，多様な相手戦術の定義や，自身のチームに複

数の戦術の実装が必要である．よって，相手の全戦術に適

切な対応を行うことは困難と考えられる．そのため，相手

戦術に依存しない有効な戦術を実装することが望ましい．

全ての戦術に対応するには，プレイヤがあらゆる状況か
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ら動的にプランニングを行い，有効な行動を選択すること

が重要である．本研究室で開発しているチーム opuSCOM

は，nonKickerや敵の移動など未来の状態を正確に考慮で

きておらず，プランニングが効果を発揮していない．未来

の状態を Kickerが考慮する手法として，Akiyamaら [7]

の，Delaunay Triangulation を用いたボール位置に基づ

くポジショニングを用いて味方プレイヤの位置を予測する

手法が考えられる．しかし，この手法の場合，フォーメー

ションは予め設定されたものであるため動的なプランニ

ングができているとは言えない．そのため，敵のあらゆる

戦術に対応できないと考えられる．また，敵プレイヤの位

置を予測する研究が山下ら [8]によって提案されたが，精

度は十分なものではない．これらのことから，Kickerの

プランニングを Kickerによる予測のみで有効にするのは

困難である．そこで本論文では，Kickerのプランニング

ではなく，nonKickerの行動選択に着目した．未来の状態

を予測するなど Kickerのプランニングの精度を高めるの

ではなく，nonKickerが Kickerのプランニングを考慮し

て行動することで，問題の解決を図った．Kickerのプラ

ンニングを考慮する方法として，評価関数と行動候補を

共有知として用いる．従来では nonKickerはフォーメー

ションに従い，Kickerのプランニングを考慮していなかっ

た．本論文では，共有知を用いたプランニング推測によ

りKickerのプランニングを考慮した行動選択を提案する．

これにより，Kickerのプランニング通りに行動できるよ

うになり，opuSCOMの性能を向上させることができると

考えた．

3 共有知を用いたプランニング推測

3.1 プランニング

プランニングとは，パスやドリブルなどの行動候補から，

より評価関数の評価値が高い行動，もしくは行動列を探索

することである．Kickerは行動決定の際，より評価値の

高い行動を選択するためにプランニングを行う．行動列に

おいて，直近の行動を深さ 1，その次の行動を深さ 2と呼

ぶ．本論文では，行動意思決定のモデルとして Akiyama

ら [9]の提案した木探索による協調行動プランニングを用

いる．このモデルでは，ボールキック時において探索木を

生成し探索することにより，行動プランを作成している．

本論文では，行動プランを次にプレイヤが行うべき一定

数の長さを持つ行動列と定義する．また，探索木の走査ア

ルゴリズムとして，最良優先探索を用いる．

以下の手順により行動プランを作成する．まず，ルート

ノードに現在の状態を格納する．そして，ルートノードか

ら行動候補を生成する．このとき，プレイヤが観測した

現在の状態から，自分と他者を含めた複数のプレイヤに

よって実行されうる行動候補（パスやドリブル，シュート

など）を生成する．生成された行動候補の評価値を評価関

数により計算し，行動候補と評価値を探索木へ子ノード

として格納する．すべてのノードが追加された後，評価値

が最大のノードを選択し，そのノードからさらに行動候

補を生成する．これを繰り返すことで，探索ノード数があ

らかじめ設定された最大値に達するまで探索木を成長さ

せる．ただし，木の深さがあらかじめ設定した値を越える

場合や，行動列の終了条件に設定されている行動 (シュー

ト) が生成された場合は，その葉ノードでの子ノード生成

は行わないものとする．構築された木構造の中から評価

値の高いノードをつなげると，行動列が得られる．探索終

了後，生成された行動列の中で評価値が最大の行動列を

行動プランとする．

プランニングにより，プレイヤは，より戦術的価値が

高い行動を選択することが可能となる．最良優先探索に

基づく行動列の探索例を図 1に示す．図 1では，簡略化の

ためノードには行動の評価値のみを記し，エッジ上に行

動を記す．図 1では，初期状態からパスが 2つ，ドリブル

が 1つ生成されている．そして，それぞれに対し評価関

数により，評価値を計算している．その結果，パスにはそ

れぞれ評価値 30，評価値 20，ドリブルには評価値 15が

計算されている．この中で最も評価値の高い行動である，

評価値 30のパスから，行動候補をさらに生成し評価値を

計算している．深さ 1でパスを受け取るとプランニングさ

れた nonKickerを nonKickerB，深さ 2 でパスを受け取る

とプランニングされた nonKickerを nonKickerAとする．

仮に，図 1の状態で探索が終了されたならば，この探索

木では，Kickerが nonKickerBへパスを行い，その後さ

らに nonKickerBが nonKickerAへパスを行う行動プラン

が生成される．現在 opuSCOMは，深さ 2時点でほとん

どの場合，行動プラン通りに行動できていない．これは，

Kickerのプランニングを nonKickerが知らないことに起

因している．

0

2030 15

35 25

passpass dribble

dribblepass

Depth 1

Depth 2

図 1: 最良優先探索に基づく行動列の探索例

Example of best first search in action planning
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3.2 共有知

共有知とは，複数のプレイヤで共有される知識のことであ

る．従来では Kickerのみが持つ評価関数と生成する行動

候補を，本論文では全プレイヤの共有知とし，nonKicker

が Kickerのプランニングを推測できるようにする．non-

KickerがKickerと同様の行動候補を生成できれば，全プ

レイヤで同じ行動プランが得られる．従って，Kickerの

プランニング推測結果を使って，プレイヤ間の協調行動を

獲得できる．評価関数と行動候補を共有知とすることで，

試合中に生成される動的な行動プランを複数のプレイヤ

が共有することを実現する．nonKickerに Kickerと同様

の行動候補生成を可能にする共有知の実装を行い，数値

実験によりその効果を検証する．

4 数値実験

4.1 実験設定

opuSCOM に共有知を実装した場合と実装しなかった

場合に対して，opuSCOM と実力が近い 10 チームと

それぞれ 300 試合実施する．対戦チームは，2017 年

の JapanOpen に出場した Esperanza，Toyosu-Galaxy，

WITの 3チーム，世界大会に出場した HillStone，Fifty-

Storms，ITAndroids，Persiangulf2017，Ri-one2017の 5

チーム，agent2d[10]と共有知を実装前の opuSCOMの計

10チームとした．本論文では，Kickerが nonKickerBへパ

スを行い，さらに nonKickerBが nonKickerAへパスをす

る，といった行動プラン“Kicker→（深さ 1）nonKickerB

→ （深さ 2） nonKickerA”を Kickerが意思決定した場

合を対象とする．つまり，深さ 1，深さ 2が共にパスの行

動プランを研究対象とする．深さ 1をパスとした提案理

由として，ドリブルが実現されたかどうかの判断が難し

いためである．ドリブルに対してパスは，ボールを保持す

るプレイヤが移り変わるため，実現されたかの判断が容

易であり，本実験を行う上で適していると考えた．

図 2に実験の概要図を示す．図 2では，破線がプラン

ニングを，実線が nonKickerAの移動を示す．共有知によ

り，nonKickerAが推測したプランニングが図 2に示すよ

うなプランニングの場合，矢印の先が示すボール受け取り

予測位置へ nonKickerAが移動する．これによりプレイヤ

が行動プラン通りに行動できるようになると考えた．本

実験では，Kickerと nonKickerAのプランニング共有率，

Kickerのプランニング実現率，試合結果から opuSCOM

の性能の変化を調査する．プランニング共有率は，パス

のみで構成された行動プランのうち，Kickerがプランニ

ングを行った前後 10 サイクル以内に深さ 2 で受け取る

nonKickerAが同様のプランニングを行った割合と定義す

る．実現率は，パスのみで構成された行動プランのうち，

Kickerがプランニングを行った後，深さ 1では 10サイク

ル以内，深さ 2では 20サイクル以内に行動プランに基づ

くパス先のプレイヤにボールが渡った割合と定義する．座

標は考慮せず背番号のみで一致しているか判断する．ま

た，nonKickerは Kickerの位置座標から行動プランの推

測を行うため，ノイズを含む情報の認識ではプランニン

グの推測は困難である．実験では，共有知の有効性を調査

するために，ノイズがなくプレイヤが他のプレイヤの位

置座標を正確に認識できる fullstateを用いて実験を実施

する．

nonKicker AnonKicker B

Kicker

図 2: 実験の概要図

Experimental situation

4.2 実験結果

プランニング共有率，プランニング実現率，試合結果の調

査結果を以下に示す．

4.2.1 プランニング共有率

共有知を実装後の opuSCOMと 300試合行った各チー

ムに対する，1試合の平均プランニング回数 (#Planning)，

KickerとnonKickerのプランニング共有率 (Sharing Rate)

を表 1に示す．表 1より，どのチームに対しても 90%程

度の高い共有率を示した．このことから，共有知を用いる

ことで nonKickerはKickerのプランニングを推測できて

いた．

　

表 1: プランニング共有率

Planning sharing rates
Opponents #Planning Sharing Rate(%)

agent2d 95 89.40

HillStone 89 89.64

Esperanza 84 90.16

Toyosu-Galaxy 30 92.20

WIT 51 89.49

Fifty-Storms 100 90.48

ITAndroids 84 89.81

PersianGulf2017 73 87.45

Ri-one2017 65 89.72

opuSCOM (Before) 114 90.29
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4.2.2 プランニング実現率

共有知を実装後の opuSCOMと 300試合行った各チー

ムに対する，1試合の平均プランニング回数 (#Planning)

と全プランニングのうち深さ 1の実現率 (D1)，深さ 1が

実現したプランニングのうちの深さ 2のプランニングが

実現した割合 (D2)を表 2に示す．表 2より，深さ 1が実

現したプランニングのうち深さ 2のプランニングが実現

した割合は実装前後で 2 %～11 %上昇した．比率の差の

検定により，有意水準 5 %で，共有知を実装前後のプラン

ニング実現率に差があると言えた．このことから，共有知

を用いたプランニング推測によって，深さ 2時点でプラ

ンニング通りに行動することができた割合は上昇した．

表 2: プランニング実現率

Planning achievement rates
Opponents #Planning D1 (%) D2 (%)

agent2d
Before 101 73.37 57.40

After 95 73.39 64.25

HillStone
Before 94 71.92 54.52

After 89 70.20 65.23

Esperanza
Before 89 72.49 60.05

After 84 73.34 66.70

Toyosu-Galaxy
Before 29 74.46 40.96

After 30 75.41 49.22

WIT
Before 51 74.06 59.90

After 51 73.57 64.65

FiftyStorms
Before 104 67.80 55.34

After 100 68.73 62.58

ITAndroids
Before 91 73.63 48.36

After 84 73.95 54.97

PersianGulf2017
Before 71 70.29 56.54

After 73 68.67 58.61

Ri-one2017
Before 67 73.71 48.84

After 65 73.06 50.68

opuSCOM (Before)
Before 120 71.13 57.70

After 114 72.43 65.10

4.2.3 試合結果

試合結果を表 3 に示す．項目は，勝ち (Win)，負け

(Lose)，引き分け (Draw)の割合をそれぞれ示す．表 3よ

り，勝率に着目すると勝率が向上したチームもあるが，比

率の差の検定により，有意水準 5 %で共有知を実装前後で

勝率に差があるとは言えなかった．つまり，有意に勝率が

向上したとは言えなかった．

4.3 考察

プランニング実現率が向上したにも関わらず，試合結果で

勝率が向上しなかった．この原因として，敵陣では味方プ

レイヤの数が少なくパス→パスのプランニングが生成さ

れにくいことが原因として挙げられる．図 3は，agent2d

との 1試合の行動プランを全てプロットした図である．座

表 3: 試合結果

Game results

Opponents Win (%) Lose (%) Draw (%)

agent2d
Before 59.33 29.67 11.00

After 56.33 30.67 13.00

HillStone
Before 24.67 60.67 14.67

After 24.00 64.67 11.33

Esperanza
Before 33.00 52.33 14.67

After 33.67 47.33 19.00

Toyosu-Galaxy
Before 83.33 2.33 14.33

After 81.33 5.67 13.00

WIT
Before 74.33 14.33 11.33

After 79.33 10.33 10.33

FiftyStorms
Before 24.00 65.67 10.33

After 23.67 64.33 12.00

ITAndroids
Before 5.00 86.33 8.67

After 6.33 87.00 6.67

PersianGulf2017
Before 40.00 46.67 13.33

After 41.67 48.00 10.33

Ri-one2017
Before 21.33 61.33 17.33

After 20.67 65.67 13.67

opuSCOM (Before)
Before 37.33 48.00 14.67

After 41.14 39.13 19.73

標はサッカーフィールドを表し，右側が敵陣，左側が自陣

を示す．赤線が成功した行動プラン，青線が失敗した行動

プランを示す．図 3より，敵陣内での行動プランが少ない

ことが分かる．よって，研究対象とした行動プラン自体が

敵陣内で少なく，プランニング実現率が上昇しても勝率へ

の影響が少なかったことが考えられる．また，プランニン

グ実現率は上昇したものの，未だ深さ 2時点での値は高

くないことも原因として考えられる．
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図 3: 1試合の全行動プラン

All planning during the game
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5 おわりに

本論文では，共有知を用いたプランニング推測に基づく行

動選択を提案した．共有知によってnonKickerがKickerの

プランニングを推測することができた．これにより，non-

Kickerがプランニングに従った行動を選択することがで

きた．実験結果として，プランニング実現率は上昇した

が，勝率の向上は見られなかった．今後の課題として，敵

陣での攻撃的な行動生成の実装，コーナーキックなど特

定の場面への限定化など共有知を活かした実装，または，

プランニング実現率がより上昇するような工夫への取り

組みが挙げられる．
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Abstract

This paper discusses the construction of an

evaluation function by using neural networks in

RoboCup Soccer Simulation. For this purpose,

four-layered neural networks are employed to

model the evaluation function. Supervised

learning and reinforcement learning are consid-

ered for the learning of the evaluation function.

For the training of the neural networks, we gen-

erate training data from game logs. We de-

fine the successful episodes and extracts them

from the game logs. In the learning of the

neural networks, first, the parameters of neu-

ral networks are learned by supervised learn-

ing. Then, reinforcement learning is applied to

fine-tune the neural networks. We investigate

the performance of neural networks tuned by

supervised and reinforcement learning through

the computational experiments. As a result, it

is shown that the performance of the trained

neural networks is the same as ones with hand-

coded rules.

1 はじめに

近年の人工知能は，状態や行動の質を評価関数に従って点

数付けし，得点の高い予測状態になるように行動選択し

たり，得点の高い行動を選択することで意思決定を行う．

そのため，人工知能において評価関数は非常に重要な要

素である．この評価関数は一般的に人間が自身の知識に

基づいて行動のルールを設定することで調整される．し

かし，人間が全ての局面に対して最適なルールを設定す

ることは時間や労力がかかる．また，ルールを設定する際

に人間自身がその問題に対してある程度の知識を持って

いる必要がある．これらの問題点から，評価関数を自動

的に獲得する研究が進められている．また，評価関数を

うまく調整できれば，優れた探索手法を組み合わせるこ

とで人間の思考能力を超えるコンピュータプログラムを

作成することが可能となる．その一例として，DeepMind

社が開発したAlphaGo [1, 2] が挙げられる．AlphaGo [1]

はまず人間のエキスパートの棋譜からニューラルネット

ワークを教師あり学習し，その後，強化学習によってさら

に洗練された行動を探索する手順で学習を進める．

ロボット工学と人工知能の領域横断型研究プロジェク

トとして RoboCup [3]が知られている．RoboCup には

様々なリーグが存在しており，それぞれのリーグにおいて

活発に研究，開発が行われている．その中の一つである

RoboCup サッカーリーグでは，ただ単に勝利するだけで

はなく，賢く安定して勝利することが望まれている．ラン

ダムや思いつきで作られた戦術を使って勝利するよりも，

緻密なデータ分析や機械学習によるモデル化を活用して

勝利につながる戦術を生成することがRoboCupの理念と

合致する．

本論文では，評価関数を自動で獲得するためにAlphaGo

で用いられた実験手順をRoboCupサッカーシミュレーショ

ン環境に応用することを試みる．そのために，評価関数を

4層のニューラルネットワークでモデル化する．ボールを

ペナルティエリアに持ち込むことができた行動の軌跡を

試合ログから抽出し，それをトレーニングデータとして扱

うことで，教師あり学習を行う．その後，強化学習によっ

て重みが調整されたニューラルネットワークを用いて，強

化学習を行う．教師あり学習を行うことで，さらに微調整

を行うことが可能となる．実験では，教師あり学習後の

ニューラルネットワーク，強化学習後のニューラルネット

ワークを用いた評価関数を用いて試合を行い，性能を評

価する．
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Japanese Society for 
Artificial Intelligence
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2 関連研究

近年は，様々な問題領域に対して深層学習 [4, 5]が用いら

れている．深層学習では教師あり学習や強化学習を用い

てニューラルネットワークの重みを自動で調整することが

可能である．

例えば，マルチエージェント問題において，Hongら [6]

はマルチエージェントシステムを対象とした Q-network

を提案した．このモデルではサッカーフィールドをグリッ

ド状に仕切った離散空間が使用されている．しかし多く

の現実問題では，このような離散的な環境ではなく，連続

的に表現される場合がほとんどである．

Liu ら [7] や Hausknecht ら [8] は連続的に全状態が表

現されるRoboCup サッカーシミュレーション環境におい

て，深層学習を適用した．しかし，これらの手法はプレイ

ヤの人数を少人数，もしくは 1:1に限定している．これは

RoboCupサッカーシミュレーションにおける多くの制約

問題に起因している．

一方で，評価関数に関する研究として，Warnellら [9]は

Atariのボウリングゲームに対して，人間のトレーナーを

用いることでより早いニューラルネットワークの学習を可

能にし，高い性能を残した．Stanescuら [10]はDeep Con-

volutional Neural Networkを Real-time Strategy Game

に応用する手法を提案している．また，Silverら [1, 2]は

碁において人工知能が人類を超えるほどの探索手法と評

価関数を提案した．

本論文では，RoboCupサッカーシミュレーション環境

において，ニューラルネットワークを用いて評価関数をモ

デル化し，学習することを試みる．

3 RoboCup

3.1 RoboCup サッカー

RoboCup は，ロボット工学と人工知能の発展を目的とし

た，自律移動型ロボットによるサッカーなどを題材とした

研究プロジェクトである．RoboCup には「西暦 2050 年

までに，サッカーの世界チャンピオンチームに勝てる自

律型ロボットチームを作る」という目標があり，この目標

に向けて盛んに研究が行われている．RoboCup にはサッ

カー以外にも，大規模災害への対応のシミュレーションや

災害現場で活躍するロボットの開発を促進するレスキュー

リーグ，日常生活で人間を支援する自律ロボットによる競

技を通じて，人とコミュニケーションしながら役に立つロ

ボットの実現を目指す@ホームリーグの他に，次世代のロ

ボット技術者育成を目的としているジュニアリーグも存在

する．本論文では，RoboCup サッカーシミュレーション

リーグを研究の対象とする．サッカーシミュレーションは

モデル化の形式によって 2D リーグと 3D リーグに分け

られる．図 1，2に 2D リーグと 3D リーグの試合の様子

を示す．本論文では，図 1の 2D リーグを扱う．

図 1: Soccer simulation 2D league

図 2: Soccer simulation 3D league

3.2 RoboCup サッカーシミュレーション 2D リーグ

本研究では，RoboCupサッカーシミュレーション 2Dリー

グを対象とする．シミュレーションリーグは RoboCup創

設当初から存在する最も古いリーグの 1つである．2Dリー

グでは実機を使用せず，コンピュータ内に用意された二次

元平面を仮想サッカーフィールドとし，円形のエージェン

トをプレイヤとして競技を行う．また，プレイヤやボール

の位置と速度は全て二次元ベクトルとして表される．2D

リーグでは，kick，dash，turn などの抽象化されたコマ

ンドを基本行動とする．試合は前後半 3000 サイクルずつ

合計 6000 サイクルからなる．1 サイクルは 0.1 秒で離散

化されている．

プレイヤやコーチはそれぞれ独立したエージェントと

してプログラムされている．各プレイヤには実際の人間

と同様に視野が設定されており，自身の視野内で認識でき

た情報に基づき，視覚情報が形成される．また，他のプレ

イヤやコーチがメッセージにフィールドの情報を含めるこ

とで，視野情報を補完できる．これらの視覚情報や聴覚情

報からフィールド情報を形成し，これに基づきドリブル

やパスなどの意思決定を下す．しかし，視覚情報にはノイ

ズが含まれ，正確な情報を獲得することができない．聴覚

情報についても確実に受信できるわけではなく，コーチの
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(player_type (id 17)(player_speed_max 1.05)(stamina_inc_max 51.6181)

(player_decay 0.459447)(inertia_moment 6.48617)(dash_power_rate 0.00489698)

(player_size 0.3)(kickable_margin 0.643989)(kick_rand 0.0439887)(extra_stamina 

85.5322)(effort_max 0.857871)(effort_min 0.457871)(kick_power_rate 0.027)

(foul_detect_probability 0.5)(catchable_area_l_stretch 1.03085))

(playmode 1 kick_off_l)

(team 1 opuSCOM NEO_FS 0 0)

(show 1 ((b) 0 0 0 0) ((l 1) 0 0x9 -49.1109 0.0076 -0.0444 0.003 -92.301 90 (v h 

180) (s 8000 1 1 130555) (c 0 1 69 0 1 71 1 1 0 0 1)) ((l 2) 11 0x1 -18 -5 0 0 7.368 

-3 (v h 180) (s 8000 0.941673 1 130600) (f l 11) (c 0 0 50 0 1 51 1 0 0 0 1)) ((l 3) 8 

0x1 -18 5 0 0 -38.621 26 (v h 180) (s 8000 0.805717 1 130600) (f l 11) (c 0 0 50 0 

1 51 1 0 0 0 1)) ((l 4) 7 0x1 -18 -14 0 0 -5.5 7 (v h 180) (s 8000 0.944233 1 130600) 

(f l 11) (c 0 0 50 0 1 51 1 0 0 0 1)) ((l 5) 16 0x1 -18 14 0 0 7.083 2 (v h 180) (s 8000 

0.876201 1 130600) (f l 11) (c 0 0 50 0 1 51 1 0 0 0 1)) ((l 6) 4 0x1 -15 0 0 0 29.599 

1 (v h 180) (s 8000 0.996398 1 130600) (f l 11) (c 0 0 50 0 1 51 1 0 0 0 1)) 

図 3: Game log

メッセージは通常プレイ時には到達までに遅延も発生す

る．そのため，プレイヤはフィールド上の正確な情報を保

持することはできない．一方で，コーチはフィールド上の

すべての情報をノイズなしで取得することができるため，

正確なフィールド情報を保持することができる．通常プ

レイ時におけるプレイヤへの意思伝達には遅延が発生し，

回数も制限されているが，ハーフタイム時においては，プ

レイヤに即時に情報を伝達することが可能である．また，

試合毎に異なる能力を持つプレイヤのセットが与えられ，

各チームがポジションの割当を行う．

上記のようにRoboCupにはランダムな要素が多く，プ

レイヤが獲得する情報や物体の移動にノイズがかかるこ

とから，同一の対戦相手であっても，試合毎に結果や内容

が異なる．

3.3 試合ログ

試合ログは，RoboCupサッカーシミュレーション 2Dリー

グにおいて，試合終了後にサーバから出力されるファイ

ルである．試合ログには，各プレイヤの最高速度やキック

できる範囲等といったパラメータ，ゲームの状態，サイク

ル毎のプレイヤとボールの位置や速度の情報，プレイヤ

の行動，プレイヤやコーチ間の情報の伝達等といった試

合中の全ての情報が含まれている．そのため，試合ログを

用いることで終了した試合を再生することができる．実

際の試合ログを図 3に示す．図 3のように，試合ログは

試合中の情報が文字列で表現されている．そのため，分析

に用いる際は必要な情報のみを抽出する．

3.4 状態評価

プレイヤは意思決定を行う際に，各行動や状態に対して

評価値を付ける．評価値は評価関数によって算出される．

プレイヤが観測した現状態や予測状態を入力として，評

価関数を用いることで状態評価を可能にする．状態評価

は行動選択時に用いられ，行動選択手法と組み合わせる

ことで，プレイヤは数手先の状況を考慮し，より戦術的価

値が高い行動を選択することが可能となる．

現在，評価関数は人間の知識に基づいて行動のルール

を設定することで調整されている．行動のルールを設定

するにあたって，評価方法を考慮する必要がある．評価の

指標として，ボールとゴールの距離，ボールと敵プレイヤ

の距離を用いる場合や，プレイヤの行動を評価値の指標

とする場合が考えられる．これらの特徴量は開発者の勘

や経験によって決定され，またその評価値の計算方法も

手作業によって調整される．そのため，開発者の意図通り

にプレイヤエージェントを制御するには，開発者の評価

関数調整に関する熟練した知識と多数の繰り返しが現状

では必要である．

3.5 行動選択

本論文では，行動意思決定のモデルとして木探索による協

調行動プランニングを用いる [11]．このモデルでは，ボー

ルキック時において探索木を生成することにより，行動

プランを作成している．行動プランを次にプレイヤが行

うべき一定数の長さを持つ行動列と定義する．本論文で

使用するチームでは，探索木の走査アルゴリズムとして，

最良優先探索を用いる．以下の手順により行動プランを

作成する．まず，ルートノードに現状態を格納する．そし

て，ルートノードから行動候補を生成する．このとき，プ

レイヤが観測した現状態や予測状態を入力とし，自分と

味方プレイヤを含めた複数のエージェントによって実行可

能な行動（パスやドリブル，シュートなど）を生成する．

この時，実現可能な行動かどうかを計算し，不可能だと判

断した行動は削除されるため，確実性のある行動のみ生

成される．生成された行動に対して評価関数により評価

値を計算し，行動と状態，評価値を探索木へ子ノードとし

て格納する．すべてのノードが追加された後，評価値が

最大のノードを選択し，そのノードにおける予測状態か

らさらに行動の候補を生成する．これを繰り返すことで，

探索木を成長させ行動プランニングを実現する．ただし，

木の深さがあらかじめ設定した値を越える場合や，ノー

ドの予測状態から行動が生成できない場合，行動列の終

了条件に設定されている行動（シュートなど）が生成され

た場合には，その葉ノードでの子ノード生成は行わない

ものとする．構築された木構造の中からノード列をつな

げることで，行動列を得る．

最良優先探索に基づく行動列探索の例を図 4に示す．簡

略化のためノードには行動の評価値のみを記し，エッジ上

に行動を記している．図 4では，初期状態からある地点

へのドリブル動作が 1つ，パス動作が 2つ生成されてい

る．そして，それぞれに対し評価関数により，評価値を計

算する．その結果，ドリブルには評価値 30，パスにはそ

れぞれ評価値 20，評価値 10が計算されている．この中で

最も評価値の高い行動である，評価値 30のドリブル行動

後の予測状態から，実行可能な行動をさらに生成し評価値

を計算している．仮に，図 4の状態で探索が終了された
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ならば，この探索木では，ある地点までドリブル動作を行

い，その後ドリブル動作を行う行動プランが生成される．

図 4: Example of action planning

4 提案手法

本論文では，行動プランニングにおける行動決定の要素

となる評価関数に着目する．チームを強くするためには，

各プレイヤが的確に行動選択する必要がある．現在，評価

関数は開発者の勘と調整の繰り返しによって定められた評

価項目とパラメータによって設定されている．そのため，

本当に適切な行動を選択できているかどうか不明である

うえに，手動による調整ではコストや性能に限界がある．

そこで，本論文では行動の適切な評価を行うために，教師

あり学習と強化学習を組み合わせて評価関数を自動で獲

得することを目的とする．

本論文では，評価関数を構築するために，AlphaGoの手

法をRoboCup環境に応用する．サッカーシミュレーショ

ン 2Dリーグでは，プレイヤエージェントは 0.1秒で意思

決定を行わなければならない．そのため，複雑な構造の

モデルでは，計算時間が長く意思決定を行うことができ

ない可能性がある．このことから，今回は複雑すぎない

構造の 4層ニューラルネットワークを評価関数のモデル

として用いる．ニューラルネットワークは高い近似能力を

持つため，評価関数のモデルとしてふさわしいと考えた．

さらに，ニューラルネットワークは評価関数のモデルとし

て非常に優れた性能を持っており，構造を変更することも

比較的容易であることから，ニューラルネットワークを本

実験では用いることとする．

本論文では 2 種類のニューラルネットワーク（NN1,

NN2）を用いる．ニューラルネットワークの構造の概要を

表 1に示す．ニューラルネットワークの入力として，予

想ボール位置 (xp, yp)の 2入力の場合と，現在ボール位置

(xc, yc)と予想ボール位置 (xp, yp)の 4入力の場合を用意

した．すべての層においてシグモイド関数を活性化関数

として用いる．そのため，ニューラルネットワークの出力

値の範囲は [0,1]となる．

表 1: Neural networks for experiments

Neural Network NN1 NN2

Input Layer 2 4

Hidden1 Layer 100

Hidden2 Layer 100

Output Layer 1

Activation Function Sigmoid

Learning Rate 0.1

4.1 教師あり学習

教師あり学習によって学習させた評価関数の性能を評価す

る．本論文では，敵のペナルティエリアに至るまで自チー

ムがボールを保持し続けることが成功できた一連の行動を

成功エピソードとして定義する．教師信号は成功エピソー

ド中の行動に対しては 1，その他のエピソード中の行動に

対しては 0とする．図 5の赤線は成功エピソードを，青の

点線は失敗エピソードを示している．多くのチームのベー

スチームとして用いられる Agent2D [12]に対して，エキ

スパートを対戦させ，試合ログを収集する．その試合ログ

からエキスパートのパスやドリブルなどの行動を抽出し，

成功エピソードと失敗エピソードに分け，入力情報と教師

信号を付加した学習用データを生成する．エキスパートと

して，本論文では，HELIOS [13]とWrightEagle [14]を

用いる．両チームともに世界大会で複数回の優勝経験を

もつチームである．

−40 −20 0 20 40

−30

−20

−10

0

10

20

30

図 5: Example of positive episodes (red lines) and nega-

tive episodes (dotted blue line)

4.2 強化学習

強化学習によってニューラルネットワークの重みを更新し

て得られた評価関数の性能を評価する．ランダムに初期
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化された重みを用いず，教師あり学習によって学習された

重みを用いる．4.1節のときと同様に，ログファイルから

成功エピソードとその他のエピソードを抽出する．強化

学習における，評価関数の更新式を式 (1)に表す．

V new(s) = (1−α)V old(s)+α∗{0.5+γt(V (snext)+R−0.5)}
(1)

ここで，V は評価値，sは状態，Rは報酬，αは学習率，

γ は減衰率とする．また，tはエピソードの最後の行動を

1として，行動を遡るにつれて 1ずつ増加させる．

また強化学習の実験では，本研究室が開発しているチー

ム opuSCOMを用い，敵チームは Agent2Dとする．

5 数値実験

5.1 実験設定

数値実験では，教師あり学習，強化学習によって重み調整

されたニューラルネットワークを評価関数のモデルとし

た際の性能の変化を調査する．教師あり学習，強化学習

ともに NN1，NN2を用いる．また学習用データとして，

HELIOSの試合ログのみを用いたもの，WrightEagle の

試合ログのみを用いたもの，両チームの試合ログを用い

たものを用意する．ニューラルネットワークの重みを全く

学習していない初期値のままのものも比較対象として用

いることで，ニューラルネットワークの学習が成功して

いるのかどうかを評価する．強化学習においては，プレ

イヤがすべての視覚情報を正確に得ることができる，full

state環境下においても実験を行う．すべての実験設定を

表 2に示す．Defaultとは，人間によって設定されたルー

ルの集合で表現された評価関数である．Simpleはゴール

までの距離が短いほど良い評価値をもつ単純な評価関数

でありそれ以外のルールを持たない．これは Agent2Dが

用いているものと同等のものである．また性能の評価指

標として，本論文では平均得点，勝率，平均ペナルティエ

リア侵入回数を調査する．

5.2 実験結果

HELIOSの試合ログを用いて学習したニューラルネット

ワークの評価値の遷移を図 6 - 11に示す．各図において，

x > 0の領域は敵陣を，x < 0の領域は自陣とする．NN1

については，(xp, yp)を入力として与えることで評価値を

可視化している．NN2の場合は，まず 9つの (xc, yc)を入

力として与える．それぞれ，(-45.0, -30.0)，(0.0, -30.0)，

(45.0, -30.0)，(-45.0, 0.0)，(0.0, 0.0)，(35.0, 0.0)，(-45.0,

30.0)，(0.0, 30.0)，(45.0, 30.0)である．その後NN1と同様

に，(xp, yp)を入力として与えることで，9箇所の (xc, yc)

における (xp, yp)の評価値を可視化した．

図 6 - 11から，ニューラルネットワークはエキスパー

トの行動をうまく学習していることがわかる．ボールをペ

ナルティエリアに持ち込むことができるようなボールの

軌跡は高い評価値をもっているが，一方で，たとえゴール

から近くてもボールをペナルティエリアに持ち込むこと

が難しい行動は評価値が低くなるように出力されている．

Agent2Dとの試合結果を図 12 - 14 に示す．各項目名

は表 2に示している．図 12 - 14から，ほとんど全ての

ニューラルネットワーク評価関数は Defaultや Simpleの

評価関数に匹敵することがわかった．一方で，それらを

上回る性能を残すことはなかった．これらの結果は，実

験設定が原因であると考えられる．例えば，強化学習に

おいて学習率 αが固定であることや，式 (1)は，学習に

おいて強い影響を持っており，本設定ではうまく学習でき

ないことがわかった．そのうえ，ボール位置だけをニュー

ラルネットワークの入力にすることは不十分であるため，

敵プレイヤや味方プレイヤの位置を考慮可能なニューラ

ルネットワークを検討する必要がある．

6 おわりに

本論文では，教師あり学習や強化学習を用いて評価関数を

学習する手法を提案した．機械学習手法を用いて自動で

微調整した評価関数は，ボードゲームだけでなくサッカー

でも用いることが可能であることがわかる．今後の課題

として，異なる構造のニューラルネットワークを用いて調

査することや，敵プレイヤの位置情報などを考慮できる

ように入力を変更することが挙げられる．
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図 6: Input-output mapping of NN1 trained by super-

vised learning
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図 7: Heatmap of the evaluation value from NN1 trained

by supervised learning
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図 8: Input-output mapping of NN2 trained by super-

vised learning
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図 9: Heatmap of the evaluation value from NN2 trained

by supervised learning
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図 10: Input-output mapping of NN1 trained by rein-

forcement learning
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図 11: Heatmap of the evaluation value from NN2

trained by reinforcement learning
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RoboCup2Dプレイヤのファジィ方策関数の進化的獲得

Fuzzy Rule Genetic evolution for RoboCup simulation 2D player

西野順二、佐土瀬寛
Junji NISHINO、 Kan SADOSE

電気通信大学
The University of Electro-Communications

nishinojunji@uec.ac.jp

Abstract

サッカープレイヤの行動決定手法としてファジィ

方策関数を提案し、その方策パラメータである

ファジィ集合をGAを用いて進化的に獲得した。

獲得実験では、世代集団、親個体群、子個体群の

個体数をそれぞれ 810、10、20と設定した。　

ランダムな初期方策から始めて agent2dとの対

戦結果を適応度とし 1200世代以上の進化実験を

行った結果、世代ごとの適応度である累計得失

点の平均値が約-2.5 点から +2.0 点超まで増加

し、強いチームを得ることができた。この計算

を実行するため、40ワーカからなるサッカーシ

ミュレーションクラスタを構築し用いた。獲得

したファジィ方策関数を実装したプログラムと

agent2dによる対戦実験の結果 、　学習前のプ

ログラムの勝率 23％と比較して 54.9％と高い

勝率であったことから、GAによる進化的獲得の

有効性を明らかにした。

1 はじめに

強化学習の枠組みでは環境に対する行動戦略を方策関数

π で表し 、θ によるパラメータ化を行い π(θ)とおく。最

適なパラメータ の発見を目指すことが行われている。例

えばニューラルネットであれば θ はリンクの重み変数に

相当し、重み付きのルールベースシステムならば、ルール

の重みとルールの記述パラメータに相当する。このとき

∆θを明示的に計算することでを更新する学習測が用いら

れる。

しかしながら サッカープレイヤの協調行動のように、

状態空間が大きく、報酬がスパースかつ遅延が大きいとい

う複雑な問題の強化学習での解決は非常に困難である。

DQN[Mnih 13]は、状態空間をニューラルネットによっ

て近似しながら学習を行うことで、巨大な状態空間への

対応を行い簡単なゲームでは高い学習性能をあげている。

しかし、報酬がスパースで遅延するものは学習がうまく

できていないことと、学習ができた場合でも獲得された

ニューラルネットの解釈・分析が事実上できないという課

題がある。

ファジィ方策関数は、複雑な問題の大局的な解法知識を

ファジィ推論によって表現することで、こうした困難な問

題を可読性のある形で解決することを目指している。ファ

ジィ推論規則で表現した方策関数は ニューラルネットに

比べて構造的な記述能力が高いという特徴がある。一方

でファジィ推論の非線形性と非単調性（多峰性）、いたる

ところで微分不可能という特性から、∆θを明に得ること

ができず、勾配を用いた最適化によって方策を求められ

ない。

そこでヒューリスティックなメタ探索である遺伝的アル

ゴリズム [北野 93]を用いてファジィ方策関数を獲得する

こととした。

本研究では疎なサッカーシミュレーション用クラスタを

構築し 40試合を並列で行うことでより進化世代数を大幅

に増やすことを試みた。近年、強化学習では試行をより多

数、この場合GAの進化世代数をより長期間行うことで、

よりよい解を得られることが示されている [Silver 17]。遺

伝的アルゴリズムによるサッカールールの獲得は、2006年

ころまで積極的に行われてきた。このころTaylorらは 420

時間相当 (約 2,500試合)[Taylor 06]、Lukeらは 10,000試

合相当の学習 [Luke 98]を行っている。計算資源の制約に

よりこの程度の実験が行われていた。本実験では、大幅に

長期間にあたる 8,000時間相当 (48,000試合）の進化反復

を専用のサッカークラスタを構築して実施した。

本研究ではRoboCup Soccer simulation 2Dリーグを対

象とし、サッカープレイヤのファジィ方策関数を提案しそ

のパラメータであるファジィ集合を GAを用いて学習し

ファジィ方策関数を獲得することを目的とする。
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2 RoboCupSoccer2Dプレイヤにおける
ファジィ方策関数

2.1 RoboCupSoccer2Dシミュレーション

本研究では、RoboCup Soccer simulation 2Dリーグのプ

レイヤを対象とする。simulation 2D リーグのシミュレー

タは、サーバクライアント方式で構築され、rcssserver と

呼ばれる一つのサッカーサーバプログラムと、両チーム

11ずつのプレイヤに相当する、のべ 22クライアントプロ

グラムで 1つの試合を実行する。試合時間は 6000ステッ

プ、実時間で 10分である。

サッカーサーバでは 2次元平面で高さのない仮想サッ

カーフィールドを用意し、ボールやプレイヤの物理的な

運動のシミュレーションを行う。サーバは、各クライアン

トのサッカーエージェントプログラムへ、仮想の視覚・聴

覚情報の送信、物理計算、状態更新など 100ミリ秒単位

で行う。サッカーエージェントはこの知覚情報等を元に状

況を判断し、100ミリ秒以内に行動を決定し、行動コマン

ドをサーバへ送信する。

2.2 ベースプログラム agent2d

本研究では ベースプログラムとして agent2d を用いた。

これは秋山らによって開発された 2010年の世界大会優勝

チーム HELIOS の基本的な行動をライブラリ化したキッ

トのサンプルエージェントプログラムである。

ドリブルなどの基本行動や、状態予測と探索に基づく行

動計画、ボール位置を反映したチームフォーメーション、

基本的なセットプレー、ペナルティキックなどのその他の

基本行動がビルトインされている。優勝チームHELIOSに

ごく近く、サンプルでありながら、そのままの状態で、標

準的なサッカーチームとしては十分な強さを持っている。

2.3 chain action探索

agent2dでは ボール保持者の行動を決定する方策決定と

して chain action 探索を用いている。

探索では以下のアルゴリズムによって行動決定を行う。

1. 初期状態を入力とし行動の候補を生成する。

2. 成功と予測される行動を生成し 行動とその結果の予

測局面を組としたノードを作る。

3. ノードを生成するときに予測局面を評価し 各ノード

は評価値を保持する。

4. 最良優先探索により終了条件を満たすまで木を成長

させる。

5. 探索木の生成が終了した後 評価値が最も高いノード

につながるアクション連鎖を決定する。

ここで生成される探索木を図に示す。

図 1: chain action の探索木

図 2: ファジィ局面評価関数

2.4 ファジィ方策関数

ファジィ方策関数 π(s)は、状態から行動を決定するため

のアルゴリズムとして、ファジィ推論を組み込んだ方策関

数である。状態に対して行動を確定的に決定する。

谷川ら、田川らは chain action 探索内で用いる評価関

数を人間の知識に基づく状態特徴量の線形和で表現し、こ

れに対して強化学習を行った [谷川 13, 田川 15] 。

ファジィ方策関数は、人の直感的知識を推論構造に反映

し、線形和に比べて表現力が高い特徴がある。

ファジィ方策関数は、谷川らと同様に、chain action 探

索を基本形として採用し、探索で用いる評価関数を多段

ファジィ推論で表現した。これは、ボール保持者の行動を

決定するとき、大局的な状況判断とその状況に応じた状

態評価の二段階に対応している。

ファジィ推論の構造を図 2に示す。

3 ファジィ方策関数の進化的獲得

ファジィ方策関数は、ファジィ推論に依拠する非線形な複

雑さにより、一般に多峰的であり、確率的方策勾配法な

ど一般的な強化学習手法によってパラメータを学習する

ことが困難である。本研究では ファジィ方策関数のファ

ジィ推論パラメータを GAを用いて獲得することを提案

した。GAの世代交代モデルには JGGを、交叉手法には

ファジィ推論パラメータが実数値であることから、REX
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図 3: 世代交代モデル JGG (Just Generation Gap)

を採用した [小林 09]。

3.1 世代交代モデル JGG (Just Generation Gap)

JGG (Just Generation Gap)法にもとづく世代交代の手

順は以下のとおりである。

1. 与えられた初期化領域に npop 個の個体をランダムに

生成し初期集団とする。

2. 集団からランダムに np 個の親個体を非復元抽出する。

3. 親個体集団に交叉を繰り返し適用し nc個の子個体を

生成する。

4. 子個体の適応度を評価する。

5. 子個体集団を適応度にしたがってソートし、上位 np

個体を親個体と置き換えて次世代の集団とする。

この流れを図 3に示す。

3.2 交叉 REX (Real-coded Ensemble

Crossover)

交叉 REX では式 (2)および 式 (1) にしたがって子個体

xc ∈ Rn を生成する 。pg を親個体群の重心ベクトルで

ある。

pg =
1

npop

npop∑
i=1

pi. (1)

xc = pg +

npop∑
i=1

ξi(x
i − pg), ξi ∼ ϕ (2)

4 ファジィ方策関数の進化的獲得実験

世代の個体数などの設定を表 1、子個体の評価に関する設

定を表 2、のとおりとしてファジィ方策関数の進化的獲得

実験を行った。

表 1: 集団の設定
次元数 54

世代集団数 npop 810

親個体群の個体数 np 10

子個体群の個体数 nc 20

表 2: 子個体評価の設定
適応度 累計得失点差

評価試合数 2試合

対戦相手 agent2d

4.1 サッカーGAクラスタ

GAによって進化実験をするとき、評価を子個体数だけ行

う必要がある。世代数を千回、子個体を 10として、1試

合で評価をするとしても 10,000回の試行が必要となる。

一方 RoboCup Soccer simulation 2D の試合は、1試合の

シミュレーションを 10分で行うため、10,000回ではのべ

約 70日を必要とする。

このため、本研究ではクラスタを構築し、進化計算の

高速化を行った。ここで、子個体評価のためのサッカーシ

ミュレーションが違いに影響しない疎な関係にあるため、

独立な計算機を 40台並列に用いた。設定は子個体数を 20

個体、評価は 2 試合であるため 1世代での試合数は 40と

なる。

本クラスタを用いることで、1世代分のサッカーシミュ

レーションを一度に計算することができ、世代をまとめる

GA操作には時間がかからないため、全体として効率はほ

ぼ 40倍であった。詳細には、個々の試合ごとにラグタイ

ムがあるため、各世代単位で終了待ちの同期を取った。シ

ミュレーション全体への影響はほとんどなかった。

4.2 GAによる進化と最良個体評価

以上の実験設定で、1200世代超まで進化実験を行った。合

計試合数は 1200x20x2 = 48,000 試合である。

世代ごとの適応度平均の推移を図 4 に示す。個体集団

平均で -2.5点程度の得失点差だったが 1.0点程度まで上

昇し agent2d 相手に強くなったことがわかる。

いくつかの世代のクライアントを取り出し agent2d と

対戦させたところ、学習前 (初期世代集団)の個体の勝率

は 23.2％、学習後の最良個体は 54.9％、手作業による

ファジィ方策関数を用いたクライアントは 51.2％の勝率

であった。

以上の結果から、強いファジィ方策関数を獲得できたと

言える。

また、評価の変化はまだ上昇をつづけている傾向があ

り、収束したとは言えず、従来より増やした 1200世代で

も進化には十分とはいえないことがわかった。
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図 4: 進化過程 (1200世代)　縦軸は 2試合での累計得失

点差

5 おわりに

本研究では、強化学習による行動学習が難しい問題に対

し、人の直感を構造的に生かしたファジィ方策関数を設定

し、そのパラメータを GA を用いて進化的に獲得する手

法を提案し、実験した。

従来より多数の、1200世代、48,000試行以上の個体評

価を専用クラスタを構築して行って進化実験をしたとこ

ろ、適応度が世代を繰り返すごとに増加したことからGA

によるファジィ方策関数の獲得の可能性を確かめることが

できた。

学習後のファジィ方策関数を用いたプログラムは基準

の agent2d に対し勝率 54.9％であり強いプログラムが得

られている。

今後の課題として、まだ収束しきっていない進化をさ

らに続けることで、何世代まで進化させるのが適当であ

るかの知見を得ることが望まれる。

謝辞本研究の一部は科学研究費補助金基盤研究

C(26330273) および電気通信大学共同研究 (株式会社

QUANTUM) により支援されたものである

参考文献

[Luke 98] Luke, S., et al.: Genetic programming pro-

duced competitive soccer softbot teams for robocup97,

Genetic Programming, Vol. 1998, pp. 214–222 (1998)

[Mnih 13] Mnih, V., Kavukcuoglu, K., Silver, D.,

Graves, A., Antonoglou, I., Wierstra, D., and Ried-

miller, M.: Playing atari with deep reinforcement

learning, arXiv preprint arXiv:1312.5602 (2013)

[Silver 17] Silver, D., Hubert, T., Schrittwieser, J.,

Antonoglou, I., Lai, M., Guez, A., Lanctot, M.,

Sifre, L., Kumaran, D., Graepel, T., et al.: Mas-

tering Chess and Shogi by Self-Play with a General

Reinforcement Learning Algorithm, arXiv preprint

arXiv:1712.01815 (2017)

[Taylor 06] Taylor, M. E., Whiteson, S., and Stone, P.:

Comparing evolutionary and temporal difference

methods in a reinforcement learning domain, in Pro-

ceedings of the 8th annual conference on Genetic and

evolutionary computation, pp. 1321–1328ACM (2006)

[小林 09] 小林重信：実数値 GA のフロンティア, 人工知

能学会論文誌, Vol. 24, No. 1, pp. 147–162 (2009)

[谷川 13] 谷川俊策, 五十嵐治一, 石原聖司 他：RoboCup

サッカーシミュレーションリーグ 2Dにおける局面評価

関数の学習, ゲームプログラミングワークショップ 2013

論文集, pp. 106–109 (2013)

[田川 15] 田川諒, 五十嵐治一 他：サッカーエージェン

トにおける局面評価関数の強化学習, ゲームプログラミ

ングワークショップ 2015 論文集, Vol. 2015, pp. 78–83

(2015)

[北野 93] 北野宏明：遺伝的アルゴリズム,産業図書 (1993)

17



VRヘッドセットを用いたサッカーシミュレーションにおける人間の視野方向取

得と分析
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Abstract

In this paper, we propose a method to acquire

human’s view direction in the simulated soc-

cer environment. We use a VR headset in or-

der for human to immerse in the virtual soccer

field. Human’s head direction in the virtual

soccer field can be measured by VR headsets.

In the experiments, we analyze the differences

between human’s head direction and simulated

soccer player’s one.

1 はじめに

マルチエージェントシステムは人間の集団行動に起こり

うる事象の分析を目的としており，災害時の避難誘導や

スポーツにおけるチーム戦術を題材とした研究が行われ

ている．マルチエージェントシステムにおいて，人間が取

得しえない情報に基づいてエージェントが意思決定した

場合，シミュレーションの結果を実世界へ適用できない可

能性がある．シミュレーションの精度を向上させるには，

エージェントが周辺環境から取得する情報を，人間のも

のへとより近づけることが必要である．

マルチエージェントシステムのテストベッドとして

RoboCupサッカー 2Dシミュレーションが知られており，

サッカーシミュレータ上のプレイヤはサッカーエージェン

トとも呼ばれている．従来は，サッカーエージェントの視

野方向の決定において，人間が同環境に置かれた場合に

どこに注目するかというデータは考慮されていなかった．

「人間が自身の意思決定に必要な情報を得るために注目し

ている対象」といったデータを収集できれば，より実世界

に近づけたシミュレーションの実現が期待できる．

本研究では，VRヘッドセットを用いた 3次元ビューワ

を用いて，サッカーシミュレーション上での人間の視野方

向データを収集する手法を提案する．実験では，人間と

サッカーエージェントの視野方向にどのような差が観ら

れるか，また，人間の視野方向データをサッカーエージェ

ントへ反映することでシミュレーションのリアリティを向

上させうるか，という観点で分析を試みる．

2 関連研究

RoboCupサッカー 2Dシミュレーションはマルチエージェ

ントシステムのテストベッドとして知られており，高さの

概念が存在しない 2Dフィールド上で各チーム 11体のプ

レイヤが現実とほぼ同様のルールで試合を行う [Noda 96]．

RoboCupサッカー 2Dシミュレーションにおけるチーム

の強化には個々のサッカーエージェントの性能向上が不

可欠であり，従来研究には様々な観点から個々の選手の

性能向上を試みるものが見られる [Nakayama 02, Kok 03,

Yao 02, Gabel 08]．これらの研究では，センサ情報から

より精度よく世界の情報を推定する手法や，サッカー選

手としての基本的な行動の性能を向上させることが目指

されてきた．

プレイヤによる世界の認識や体の動きに関する性能向

上は数多く試みられてきた．しかしながら，世界の状態

を認識する上で，特に視野方向は非常に重要な要素であ

るにも関わらず，より効率よく世界の情報を収集するた

めの研究は十分に行われてきていない．本研究では，サッ

カーエージェントの視野方向に注目し，人間とエージェン

トの視野方向を比較，分析することで，人間の視野方向

データをエージェントの意思決定へ反映させるに足る特

徴を発見することが目的となる．

3 VRヘッドセットを用いた人間の視野方向
取得

人間と同様に，サッカーエージェントが周辺環境から得る

情報の大部分は視覚情報である．よって，効率よく視野を

動かすことが良質な内部モデルの構築に繋がる．本研究で

は，サッカーエージェントの意思決定への応用を将来的に
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想定し，人間の視野方向のデータを収集することを目的

とする．これを実現するために，人間をサッカーエージェ

ントと同環境に置き，試合を追体験させることで人間が

意図する視野方向を記録，分析する．

3.1 VRヘッドセットを用いた 3次元ビューワ

今回開発するシステムの構成を図 1に示す．サッカーシ

ミュレーションの仮想フィールドに人間を没入させるため

に，VRヘッドセットを用いる．VRヘッドセットの画面

では 3次元ビューワでサッカーシミュレーションの試合ロ

グが再生される．人間の視野の中心となる 3次元ビュー

ワ内でのカメラ位置は，仮想フィールド上の指定したプ

レイヤの位置に設定される．2次元平面のサッカーである

ため，シミュレーション上ではエージェントの視野に高さ

は設定されていない．しかし，人間の感覚に近づけるた

めに，3次元ビューワでは視野の高さを設定した．これに

よって，VRヘッドセットを装着した人間は，仮想フィー

ルド上の特定プレイヤとほぼ同じ視野で試合を追体験す

ることができる．

ヘッドマウントディスプレイを装着した人間は図 2の

ような試合風景を観察できる．今回開発する 3次元ビュー

ワは試合ログ再生機能のみであるため，人間は自分の意

思で移動はできず，エージェントが試合中に移動した位置

を辿るのみである．ただし，人間は自分の頭の動きと連動

して視野方向を変更可能である．

今回開発したシステムでは，VR ヘッドセットとして

HTC Viveを用いた（図 3）．また，3次元ビューワの開

発には，ゲームエンジンである Unityを採用した．

試合ログファイル

再生

追体験

記録

V�環境を用いた

3次元ビューワ

視野方向データ

図 1: システム構成.

3.2 試合ログ再生

3次元ビューワの試合ログ再生に関する仕様は以下の通り

である：

図 2: 3次元ビューワの再生画面.

図 3: 使用した VRヘッドセット: HTC Vive.

• RoboCupサッカー 2Dシミュレータが記録した試合

ログファイルから，各シミュレーションサイクルに

おけるボール及びサッカーエージェントの位置座標，

体の向きを取得する．

• RoboCupサッカー 2Dシミュレーションの 1サイク

ルは 100ミリ秒であるため，試合ログをそのまま再

生するとフレームレートは 10fpsとなる．これでは人

間の目には十分に滑らかな描画とならない．そこで，

サイクル間の物体の位置座標を補間して，フレーム

レートが 20fps となるようにする．

• ボールおよびサッカーエージェントを描画するため
のオブジェクトに位置座標と体の向きなどを与え，画

面表示する．試合ログにはサッカーエージェントの

頭の向きも記録されているが，今回の 3次元ビュー

ワではサッカーエージェントの頭の向きは使用され

ない．

3.3 人間の視野方向データの記録

本研究で開発したシステムでは，人間の頭の向きの変化

をVRヘッドセットで計測することで，シミュレーション

空間内での人間の視野方向を記録する．実際の人間の視

野方向は眼球の動きも影響するが，今回は人間の頭の向

きのみを視野方向とし，眼球の動きは考慮しない．

本研究で開発した 3次元ビューワの座標系を図 4に示

す．ただし，VRヘッドセットによる視野方向の変更はサッ

カーエージェントと同じ範囲に限定し，z軸回転で-180度
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から+180度までとする．試合ログの再生時，各サイクル

の人間の視野方向が記録される。

(-52.5,34.0,0)

(52.5,34.0,0)

(-52.5,-34.0,0)
(52.5,-34.0,0)

(0,0,0)

-90�

90�

0�
180�
(-180�)

X

Z

Y

図 4: 3次元ビューワの座標系.

4 実験

サッカー経験者 a（経験年数 10年），経験者 b（経験年数

3年），未経験者の計 3 名の視野方向データを収集・分析

する実験を行う．

4.1 実験設定

試合開始から一定時間経過するまでをデータ収集のための

計測時間とする．今回開発したシステムを長時間使用する

ことの身体的疲労が大きかったため，被験者の集中力低下

を抑えるために，一回の計測時間を1000サイクル（100秒）

とした．ただし，その間に得点，フリーキック，コーナー

キックの状況が含まれる試合を対象とした．実験に使用

した試合ログは，RoboCup2017に出場したHELIOS2017

と PersianGulf2017の対戦である．

RoboCupサッカー 2Dシミュレーションの試合ログに

は，得点やファウルによって試合が中断してからリスター

トするまでの，試合が止まっている状況も記録されている．

よって，厳密には，データ収集を行う計測時間は，試合開

始時点から 1000サイクル経過時点までの間に起こった得

点（リスタートまで 51サイクル）1回とファウル（リス

タートまで 30サイクル）4回の経過時間を加算した 1171

サイクル分（約 117秒）となった。

被験者が追体験するサッカーエージェントとして，攻守

ともに関わる機会の多いボランチのポジションに当たる選

手を採用した．データの収集にあたり，被験者は自由に視

野を動かして良いものとし，その他特別な指示はしない．

以下の方法で視野方向データの分析を行う:

実験 1 : サッカー経験者と未経験者の視野方向の比較

実験 2 : サッカー経験者とサッカーエージェントの視野

方向の比較

4.2 実験 1

サッカー経験者と未経験者の視野方向を比較し，人間の

視野方向に個人差が観察できるかを確認する．視覚機能

の中でも特にスポーツと関係が深い周辺視野の使い方は，

スポーツの練度に影響される．そのため，経験者と未経験

者の視野方向データには何らかの差異が予想される．

4.3 実験 1結果

被験者 3名の視野方向データをグラフ化したものを図 5に

示す．図中の縦軸は z 軸中心での視野方向角度であるた

め，絶対値 180度で循環している．図 5では 400サイク

ル前後に大きな振動が観られるが，実際には絶対値が 180

度の周辺へ視野が向けられている．

図 5: 被験者 3名の視野方向．

事前の予想と異なり，被験者 3名の視野方向に大きな

差は観られなかった．これは、被験者全員が常にボール

を視野内に入れておくことを意識してしまったためと考

えられる．しかし，視野方向の振れ幅に注目すると，未

経験者の視野方向は経験者 2名に比べ外側に振れており，

ボールを目で追いつつ視野を制御する能力がサッカーの

練度に影響を受けていると予想される．また，得点が起こ

る 900サイクル前後では，被験者 3名の視野方向に差が

観られた．

4.4 実験 2

サッカー経験者とサッカーエージェントの視野方向の差を

グラフ化し比較，分析する．

4.5 実験 2結果

図 6: 経験者とエージェントの視野方向．
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図 7: 経験者とエージェントの視野方向の角度差．

サッカー経験者とサッカーエージェントの視野方向を

グラフ化したものを図 6に示す．図より，試合全体を通し

てサッカー経験者の視野方向とサッカーエージェントの視

野方向には大きな差があることが分かる．この結果から，

人間はボールを視野に入れつつ他の選手の位置を確認し

ているのに対して，サッカーエージェントは試合中にボー

ルから目を離し，フィールド全体の敵や味方の位置を確

認していることが分かる．一方で，コーナーキックや得

点により試合が中断してからリスタートするまでの間は，

サッカー経験者 2名とサッカーエージェントの視野方向は

ほぼ一致している．これは，試合が中断している間は他の

選手の位置が大きく変化することが無く，サッカーフィー

ルド全体を見渡さなくとも周辺の情報を取得することが

できるためと考えられる．

図 7は，経験者 a，bの視野方向とサッカーエージェン

トの視野方向の角度差をそれぞれ示したものである．コー

ナーキック（500サイクル前後）や得点（900サイクル前

後）の部分を除いて，約 100サイクル（約 10秒）毎に視

野方向の差が大きく増加と減少を繰り返していることが

分かる．さらに，人間とエージェントの視野方向の差が急

激に増加するのに要する時間は約 10サイクル（約 1秒）

と短く，サッカーエージェントが一定周期かつ短時間で周

辺の情報を取得しようとしていることが分かる．

4.6 考察

今回の実験結果から，RoboCupサッカー 2Dシミュレー

ションにおけるエージェントの視野方向は人間の視野方

向と大きく異なり，エージェントは人間に比べ短時間で広

範囲から情報を取得していることが分かる．この結果は，

RoboCupサッカー 2Dシミュレーションにおけるエージェ

ントが，人間には不可能な早さで周囲の情報を取得して

いることを示していると考えられる．

5 まとめ

本稿では，人間とエージェントが周辺環境から取得する

情報に共通点や差異が見られるかという点に主眼を置き，

人間にエージェントと同じ立場で試合を追体験させるとい

う手法を用いて，人間とエージェントの視野方向の収集・

分析を行った．実験によって，RoboCupサッカー 2Dシ

ミュレーションにおけるエージェントが，人間に比べ短時

間で広範囲から情報を取得でき，人間には不可能な早さで

周囲の情報を取得している可能性があることを確認した．

本研究で収集した視野方向データはまだ少なく，人間

の視野方向データをエージェントに学習させることでシ

ミュレーションのリアリティが向上すると結論付けるには

不十分である．まず，人間がより試合へ没入し，サッカー

エージェントと同様の意思決定をすることを意識づけた

上での実験が必要である．その上で，より多くのデータを

収集・分析し，人間の視野方向データをエージェントの視

野方向に反映させることが今後の課題である．
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カスケード型分類器を用いた照明環境変化にロバストなサッカーボール認識

A Robust Soccer Ball Recognition against Lighting Fluctuation by Using Cascade Classifier
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Abstract

　現在ロボカップサッカーの標準プラットフォー

ムリーグ (SPL) では，白地に黒色の五角形のテ

クスチャ模様がある，いわゆるサッカー柄のボー

ルを使用し，自然光が差し込むフィールドでの

精度が高いボール認識が要求されている．本稿

では，そのような照明環境が変動する環境に対

してロバストかつ，リアルタイムにボール認識

を行うため，画像の特徴量によるカスケード型

の分類器を用いた手法を提案する．そして，最

良の精度が得られる特徴量を調べるため，複数

の特徴量を用いて比較検証を行った．

1 はじめに

ロボカップサッカーの標準プラットフォームリーグ

(SPL)は，全チームが同一のロボットを用いてプログラミ

ングの優劣を競うサッカーリーグである [1]．現在は Soft-

Bank Robotics社のヒューマノイド型ロボット，NAOが

用いられている．また，SPLのルールは年々変更されて

おり，人間がサッカーを行う環境に近づき，難易度も増し

ている．その中でもボールは，以前はオレンジ色のボー

ル (図 1) を用いられていたが，ルール変更により白地に

黒色の五角形のテクスチャ模様のボール (図 2) に変わり，

フィールド環境も自然光の中で行うよう変更された．

図 1: 以前使用していた

オレンジ色のボール

図 2: 現在使用している

白地に黒色の模様のボール

オレンジ色のボールを使用していたときは，画像内の

オレンジ色の領域を探索すればよかったが，白地に黒色

の模様のボールに変わり，単にボールの色を探索するだけ

では認識できなくなった．しかし，その手法ではボールの

影や，内部に生じるエッジによりズレが生じたり，NAO

の関節などをボールと誤検出してしまう (例：図 3,4)．

図 3: 影によって

誤認識した図
図 4: NAOをボールと

誤認識した図

また，NAOは計算能力が限られており，その中でボー

ルやNAOの認識，自己位置の計算等をリアルタイムで行

わなければならない．

近年，物体認識の手法として，機械学習を用いる手法

が注目されている．この手法は，人が物体の特徴を設定

したりする必要がなく，複雑な物体でも認識することが可

能である．有名なものとして，DeepLearningを用いた手

法が挙げられる．これは，現在物体認識において，認識精

度が最も高い手法であり，2012年の画像認識コンテスト

で２位の手法と圧倒的な差をつけて優勝したことにより

注目されるようになった．しかしDeepLearningを用いた

手法は，計算量が莫大であるため，NAOの CPUではリ

アルタイム処理が難しい．そこで本研究では，機械学習

の内，Boostingされたカスケード型分類器を用いること

で，NAOでリアルタイムなボール認識を実現させた．

一般社団法人 人工知能学会 
Japanese Society for 
Artificial Intelligence

人工知能学会研究会資料 
JSAI Technical Report 

SIG-Challenge-051-5 (5/4)
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2 先行研究

2.1 Boosting

ブースティングとは，弱分類器を組み合わせることで，

より精度の高い分類器を作り上げる手法である (図 5)[2]．

本研究では，複数あるBoostingの手法の内，AdaBoost

という手法を用いた．AdaBoostとは，Adaptive Boosting

の略であり，学習過程で，分類器の認識率に対して適応的

に重み付けをし再学習することで精度の良い分類器を作

る手法である [3]．

図 5において，hT (x)は，T個目の特徴量を指し，αは

重みを指す．

図 5: AdaBoost

2.2 画像特徴量

カスケード型分類器は，学習時に特徴量を抽出しそこ

から分類器を作成する．今回は以下の３つの特徴量につ

いて比較した．

• Haar-like特徴量

• Local Binary Pattern (LBP) 特徴量

• Histogram of Oriented Gradients (HOG) 特徴量

次項からそれぞれの特徴量の説明を記す．

2.2.1 Haar-like特徴量

Haar-like特徴量とは，画像の輝度の差を利用したもの

である [4][5]．この手法は，予め Haar-like特徴と呼ばれ

る短形領域のパターンを複数用意する (図 6)．

図 6: Haar-like特徴

次に，入力画像上の一部分を切り取り，そこにパターン

をそれぞれ当てはめ，式 (1)のように計算し，その値を特

徴量とする．

H(r1, r2) = S(r1)− S(r2) (1)

ここで，S(r1)と S(r2)がそれぞれ用意したパターン中

の白と黒の 2つの領域の平均輝度値である．

この手法は，顔認識によく用いられており，年齢，人種

関係無い特徴を得ることができる．

2.2.2 LBP特徴量

LBP特徴量とは画像のヒストグラムを利用したもので

ある [6][7]．この手法は回転変動などには弱いが，画像の

照明変化の影響を受けにくく，また高速計算が可能である．

LBPの計算は 3×3ピクセルサイズの画素領域に着目し

行う．まず中心の輝度値と周辺 8近傍の画素の輝度値を比

較する．その 8近傍の内，輝度値が中心の輝度値以上のと

き 1，それ以外を 0とする．ここにマスクを掛け合わせ，

その総和を求めこの値が中心画素の輝度値と置き換える．

マスクとは，左上から時計回りに 2nの重みを割り振った

ものである (図 7中，右から 2番目の図)．この作業を全

画素に対して行い，できた画像を LBP画像と呼ぶ．こう

して求めた LBP特徴量を用いて物体を認識する．

図 7の場合，上記のように計算し，式 (2)より LBP特

徴量は 241となる．

図 7: LBPの計算方法

LBP = 1 + 16 + 32 + 64 + 128 = 241 (2)

2.2.3 HOG特徴量

HOG特徴量とは，局所領域の輝度の勾配方向をヒスト

グラム化したものである [8]．HOG特徴量の求め方は，ま

ず局所領域の輝度の勾配方向と強度を算出し，ヒストグ

ラムを作成する．そして局所領域ごとで正規化を行うこ

とで求めることができる．

この特徴量は，画像内の対象物体の大きさ変化や回転

には弱いが，対象の物体が一定の枠内に収まっている画

像等では，照明の変化などにも強く，人物検出として用い

られている．

2.3 Attention Cascade

Attention Cascade とは，強分類器を複数連結させた構

造をしている (図 8)[9]．こうすることで，上位で関係な

い領域を早めに削除していくため，効率よく認識するこ
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とができる．各ステージの強分類器は AdaBoostで学習

させている．

図 8: カスケードと学習器の構成

3 提案手法

本研究は，画像の特徴量を用いてカスケード型分類器

を作成し，ボール認識を行った．カスケード型分類器は，

画像群を学習データとして学習させ作成する．用いる学習

データセットとして，ボールが写っている画像 (ポジティ

ブ画像) と，ボールが写っていない画像 (ネガティブ画像)

をそれぞれ用意した．ポジティブ画像には，室内で撮影し

たものと屋外で撮影したものを (例：図 9,10)，ネガティ

ブ画像に，画像内にボールが写っていない画像を用いた

(例：図 11)．これらの画像データセットは公開しており，

誰でも利用可能である 1．

また，機械学習で精度を向上させるためには大量のデー

タが必要となるため，同じ SPLチームの SPQRが公開し

ているデータセットも用いた [10]2．これらの画像データ

を用いて，カスケード型分類器を作成する．

図 9: ポジティブ画像 (室内)

1http:/www.ist.aichi-pu.ac.jp/lab/robocup-spl/en/

publications.html
2http://www.dis.uniroma1.it/~labrococo/?q=node/459

図 10: ポジティブ画像 (屋外)

図 11: ネガティブ画像 (屋内)

また，画像全体を探索すると処理に時間がかかってしま

うため，まずボールの候補領域を抽出し，その領域候補を

分類器に適用する．このボール候補領域の抽出には，SPL

のチーム，B-Humanのコードリリース 2016内の『Ball-

Region』というモジュールを使用した [11]3．このモジュー

ルでは，まず画像全体を垂直方向に探索し，白色の領域を

ボールの候補として検出している．

本研究では，このモジュールにより得られたボール候

補をカスケード型分類器に入力し，1つに絞った．

4 実験

本研究では，前節で説明したそれぞれの特徴量のカス

ケードを作成し，性能を比較する．評価するポイントは次

の 3点である．

• ボールの認識率

• 照明環境の変化に対するロバスト性

• 処理速度
3https://github.com/bhuman/BHumanCodeRelease/tree/

coderelease2016
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実験条件は表 1の通りである．実験で使用したプログ

ラムコードは githubで公開している 4．今回，ステージ

数を 14にしたのは，それぞれの特徴量でカスケードを作

成した際に，最も少ないステージ数で候補を絞れたカス

ケードのステージ数に揃えたためである．

表 1: 実験条件
画像処理ライブラリ OpenCV 2.4.13.1

Boosting type Gentle AdaBoost

プログラミング言語 C++

画像サイズ 640×480

カスケードのステージ数 14

また，精度を比較するにあたり，認識率の値とボールで

はない部分をボールだと誤認識した数を用いた．誤認識

の判断は，ボール全体を囲えていない，又は，囲った内側

とボールの間に隙間がないものとした．

4.1 実験用カスケード作成

まず，実験を行うために Indoor カスケードと Out-

door カスケードの 2 種類のカスケードを作成する．本

研究では，カスケードの作成に OpenCV (Open Source

Computer Vision) のライブラリを用いた．

学習に用いるデータ画像は，NAOに備わっているカメ

ラで撮影した．NAOのカメラは額の中心と口元の 2箇所

にあり，この内，額の中心にあるカメラを用いた．この画

像サイズは 640×480であり，フレームレートは 30fpsで

ある．

Indoorカスケードは屋内で撮影した画像のみで学習さ

せ作成する．学習に用いたデータの内訳は表 2に示す．

表 2: Indoorカスケードの作成に用いた画像枚数

ポジティブ画像 700枚

ネガティブ画像 300枚

Outdoorカスケードは，屋外で撮影した画像と屋内で

撮影した画像を両方用いて学習し作成した．学習に用い

たデータの内訳は表 3に示す．

表 3: Outdoorカスケードの作成に用いた画像枚数

ポジティブ画像
屋内画像 700枚

屋外画像 210枚

ネガティブ画像 300枚

4http://github.com/CamelliaDragons/

CamelliaDragonsCodeRelease

4.2 ボールの認識精度の比較

屋内で撮影したボール 100個分の画像群を用いて，そ

れぞれの特徴量における認識精度を比較する．この実験

では Indoorカスケードを使用した．実験の結果は表 4の

通りとなった．

表 4: ボールの認識精度
特徴量 認識率 [%] 誤認識数 [個]

Haar-like 95 44

LBP 97 197

HOG 86 5

この結果から，LBP特徴量は認識率が高いが誤認識し

た数も多く，HOG特徴量は他の特徴量と比べると，認識

率は低いが誤認識した数は少ないことが分かった．

4.3 照明環境の変化に対するロバスト性の比較

次は，屋外の画像群をボール 100個分用いて，それぞれ

の特徴量における精度を比較する．今回の実験では，In-

doorカスケードとOutdoorカスケードそれぞれで精度比

較を行う．実験の結果は表 5の通りとなった．

表 5: 照明環境の変化に対するロバスト性
カスケード 特徴量 認識率 [%] 誤認識数 [個]

Haar-like 41 78

Indoor LBP 52 405

HOG 63 11

Haar-like 83 191

Outdoor LBP 60 1184

HOG 85 17

この結果から，照明環境の変化に対して最もロバスト

性が高いのはHOG特徴量となった．そして，全ての特徴

量に対して屋内の画像のみで作成したカスケードよりも，

屋外の画像も合わせて作成したカスケードの方が認識精

度が向上したことも分かった．

4.4 処理速度の比較

最後に，Indoorカスケードを用いて，それぞれの特徴

量における処理速度を比較する．今回はネガティブ画像

を 2000枚用いて処理速度を計測し誤認識した数を計 3回

ずつ測定した．実験の結果は表 6の通りとなった．

この結果から，Haar-like特徴量が最も処理時間が早く，

逆にHOG特徴量が一番時間がかかることが分かった．し

かし HOG特徴量は誤認識した数が最も少なく，LBP特

徴量が誤認識した数が最も多かった．
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表 6: 処理速度
特徴量 処理速度 [ms] 誤認識数 [個]

8.78× 104

Haar-like 8.08× 104 11902

8.79× 104

10.14× 104

LBP 10.09× 104 39352

10.16× 104

19.00× 104

HOG 18.90× 104 1687

18.20× 104

4.5 考察

4.2～4.4節の結果から，それぞれの特徴量に対し次のこ

とが分かった．

Haar-like特徴量

Indoorカスケードで屋外でのボール認識の精度が良

くないが，Outdoorカスケードでは屋外でのボール

認識の精度は高いため，学習データに対応する環境

のデータを加えることで対応できることが分かる．ま

た，処理速度が 3つの特徴量の中で最も早い．

LBP特徴量

誤認識した数が多く，また Indoorカスケードを用い

て屋内でボール認識を行ったときは認識率は一番高い

が，Outdoorカスケードを用いたときの屋外のボー

ル認識精度が低いため，より複雑な環境下での精度を

高めるには大量の学習データやカスケードのステー

ジ数を増やす必要があると考えられる．

HOG特徴量

照明変化に強く，誤認識した数も低いが，処理速度

が他の特徴量を用いた場合よりも圧倒的に遅い．

これらのことを考えると，SPLにおけるリアルタイム

ボール認識には，3つの特徴量の中では Haar-like特徴量

が適していると考えられる．

　

　

　最後に，実際にHaar-like特徴量を用いてボール認識を

行った結果を示す．以下に示す画像において，黒い輪郭で

赤いフィルターでマークされたものがボールと認識され

たものである．

まず屋内にて，3m離れたところにボールを置いた場合

と，4.5m離れたところにボールを置いた場合でも図 12，

13のように正確に認識することができた．

図 12: 3m離れたボールの認識

図 13: 4.5m離れたボールの認識

次にボールをフィールドの白線上に置き，認識が困難

な場合でも，ボールを正確に認識することができている

(図 14)．

図 14: 白線上のボールの認識

また自然光が当たる屋外における環境においても，ボー

ルの認識が正確にできている (図 15)．
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図 15: 屋外でのボールの認識

5 おわりに

本稿では，画像特徴量を弱識別器としたAdaboostを用

いたカスケード型分類器によるボールのリアルタイム認

識を行った．機械学習により，物体の特徴を自動で抽出で

きるため，人間にとって特徴を定義するのが困難な場合

でも特徴を捉え識別できることが分かった．また前節の

結果より，SPLにおいては，Haar-like特徴量を用いた物

体認識が適していることが分かった．

今後の課題として，静止画像に対して分類器を作成し

たため，動いているボールの認識精度はあまり高くない．

強豪チームはキックしたボールの速度が速いため，この

ような状況への対処方法も検討していきたい．
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Abstract 
 

直交座標型ロボットには、その頻繁な動作により

電力ケーブルが疲労切断したり，電力ケーブルが大

きな空間を占めることにより，設置範囲や組み合わ

せが制限されるといった問題点がある．このような

問題を解決するためには，非接触給電が有効である

が，駆動用サーボモータの運動変化に伴う抵抗値の

変動による，動作電力の変化に対応する必要がある．

本論文ではこの問題に対して電界結合方式での非接

触給電システムを提案し，検討を行う．そのシステム

の中心部は 1 段あたり 3 つのπ型配置の容量で表す

ことができる．電源から負荷側を見ると並列共振と

直列共振があるが，本論文では直列共振を用いて電

力伝送を行っている．直列共振周波数は後ろ側のシ

ャントの C のみの影響を受けるため，そのキャパシ

タンスを小さくする構造を考案する．本システムの

電力分配特性を確認すると変動負荷に供給する電力

は抵抗値の変動に追従し，それ以外の負荷に供給す

る電力は一定となったことより，直交座標型ロボッ

トへの複数負荷に対する非接触での電力供給が可能

であることを示す． 

 

1 はじめに 

 

 直交座標型ロボットとは 2 軸または 3 軸の直交す

るスライド軸により構成される産業用ロボットを指

し，高速性，正確性，巧緻性，信頼性，柔軟性といっ

た特徴を持つ．それにより，シーリング，部品組み立

て，搬送といった人間の労働に置き換わりつつある．

しかし，多数回の高速摺動に伴う給電ケーブルの屈

曲によってそれが疲労切断[1]したり，多数の給電ケ

ーブルの束が太いために，設置範囲や組み合わせが

制限されるといった問題がある．そこで，本論文では

各サーボモータへの給電を非接触で行うことにより，

ケーブルの欠点を解決することを目的とする． 

 以下，2 章では非接触給電システムの技術的課題と

その解決の方針について述べ，3 章にて提案する非接

触給電回路とその構造を説明する．その回路の電力

分配特性を 4 章にて確認し，5 章で本稿をまとめる． 

 

2 非接触給電の方式と技術的課題 
本論文では位置合わせの自由度が高い電界結合方

式を用いて非接触給電を行う[2]．共振用のインダク

タを装荷し，1MHz で共振させる． 

しかし，このシステムの実現には次のような技術

的課題が存在する．直交座標型ロボットの駆動用に

はサーボモータが用いられている．サーボモータの

運動変化は抵抗値の変動によって決められる．本論

文では変動負荷に対して，常に要求する電力を供給

できる回路を考案し，検討を行う． 

 

3 提案する非接触給電システム 
 

3.1 共振回路について 

伝送システムの等価回路図を Fig.1 に示す．C1，C2

の各 2 枚の極板が非接触となっており，入出力合わ

せて 4 枚の極板を用いているが，両者は GND を共

有しているため，1 段あたり，3 つのπ型配置の容量

で表すことができる．次に Fig.1 の 1 段を取り上げ，

負荷をショートにした時の電源から負荷側を見たと

きの C と L のみのリアクタンス Xin を式(1)に示す．

リアクタンスが 0 になるかその逆数のサセプタンス

が 0 になることが共振の条件であり，式(1)より，C1，

C11，C12，L1での並列共振と，C1，C12，L1での直列共

振があることがわかる．本稿では共振状態が安定し

やすい直列共振を用いて，電力伝送を行う． 

 

𝑋in =
1 −𝜔2𝐿1(𝐶1 + 𝐶12)

𝑗𝜔{𝐶1 + 𝐶11 − 𝜔2𝐿1(𝐶1𝐶11 + 𝐶11𝐶12 + 𝐶12𝐶1)}
 (1)  

  

 次に，1段目を取り上げ，1MHzで共振させた際に，

C12を変動させた場合のリアクタンス Xin の変動を回

路シミュレータで確認する．結果を Fig.2 に示す．

Fig.2 より，C12 を変動させた場合にはリアクタンス

Xinは大きくずれることが確認できる．従って，本論

文で用いる直列共振では後ろ側のシャントのキャパ

シタンス C12の最小化が必要である． 

 

 
 

Fig.1 伝送システムの等価回路 
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Fig.2 シャント C と Xinの関係 

 

3.2 後ろ側のシャント C を減らす構造 

 今回使用するシステムの等価回路図と概略図を

Fig.3 に，作製した実験機を Fig.4 に示す．前節で，各

段の後ろ側のキャパシタンス C12，C22 が悪影響を与

えることがわかったため，C12，C22が生まれにくい構

造を考えた．Fig.3,Fig.4 の丸数字はそれぞれ対応して

おり，③と④の極板を垂直に配置することで生まれ

にくくし，②と③で生じるキャパシタンスは①の極

板がブロックする．得られた各キャパシタの値を表 1

に示す．共振用に L を装荷し，1MHz で共振させる． 

 

4 電力分配特性 

 

回転の変化によって抵抗値が変動するサーボモー

タを想定し，変動負荷に対して，要求する電力を供給

できているかを確認するために，電力伝送を行う．変

動負荷以外の抵抗の値は 100Ωに固定し，変動負荷の

範囲は 100Ωから 1000Ωの 10 倍とする．変動負荷と

各負荷に供給している電力の関係を Fig.5 に示す． 

 
(a) 等価回路図 

 

 
(b) 概略図 

 

Fig.3 等価回路図と概略図 

 

表.1 素子値 

 
 

 

 
 

Fig.4 作製した実験機 

 

実線が実測値，破線が回路シミュレーション値とな

っており，P の添え字は Fig.1 の R の添え字と対応し

ている．変動負荷に供給する電力は抵抗値の変動に

追従し，それ以外の負荷に供給する電力は一定とな

った． 

 

5 まとめ 
 

本稿では，直交座標型ロボットへの抵抗値が変動

する複数負荷に対し，電力供給することを目標とし，

原理確認をすることができた． 

今後，サーボモータの抵抗値が現実に変動する範

囲の調査，情報の伝送についての検討を行い，実機へ

の実装を目標とする． 
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(a) R1を変動                  (b) R1を変動 

 

 
(c) R1を変動 

 

Fig.5 各負荷に供給する電力 
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