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Abstract: Recently, deep learning based speech source separation has been evolved rapidly.
A neural network (NN) is usually learned independently of a spatial model. However, a research
question remains whether the NN that is trained such as configuration is really optimal when speech
source separation is performed with the spatial model. In this paper, I will introduce conventional
statistical model based speech source separation and deep learning based speech source separation.
After that, I will introduce four research directions which incorporate a spatial model into the NN
structure.

1 はじめに

会議議事録の書き起こしシステムなどの音声認識シ
ステムを用いたシステム，及びテレビ会議システムな
どの音声通話システムでは，マイクロホンに入ってく
る音は様々な雑音・複数の人の話し声が混ざった音と
なる。このような様々な音が混ざったマイクロホン入
力信号を音源毎に分離する音源分離技術に対する注目
が集まっている。
これまで音源分離技術としてブラインド音源分離技
術 (BSS) に関する検討が盛んになされてきた [2, 4, 7–
10,17,24]。BSSでは分離に必要なパラメータをマイク
入力信号から求めるが，マイク入力信号以外に何も情
報が無いとパラメータを一意に決定することが難しい
ため，追加の情報として音の伝搬過程および信号源に
関する二つの手がかり・モデルを利用する手法が一般
的に用いられている。音の伝搬過程に関するモデルは
空間モデルと呼ばれ，マイク入力信号を音源と空間的
なインパルス応答の線形畳み込み混合でモデル化する
事が一般的である。一方，信号源に関するモデルとし
て音声の統計的性質（特に優ガウス性）に基づき，音
源の原信号をラプラス分布 [7, 9]や時変ガウス分布 [4]
でモデル化するような構成がよく用いられている。本
稿ではこの信号源に関するモデルを統計モデルと呼ぶ。
これら統計モデルを用いた音源分離技術はパラメータ
最適化のための繰り返し計算に基づくアルゴリズムの
検討 [16, 17,25]と歩調を合わせて検討が進んでいる。
一方で，近年教師ありの音源分離手法として，深層学
習に基づく音源分離方式に関する検討が広く進みつつ
ある。例えば，ディープクラスタリング [6,23],パーミュ
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テーション不変学習 [26, 27], ディープアトラクタネッ
トワーク [1,11], BSSとのハイブリッド方式 [12,14,15]
が提案されている。深層学習に基づく音源分離方式で
は，音源の周波数特性などの音源の特徴を従来の統計
モデルに基づく音源モデルと比較し，より正確に捉え
られる事が期待できる。加えて，音源分離のパラメー
タ最適化のために繰り返し計算に基づく方法を用いる
必要が無いという利点も有する。こうしたことから深
層学習に基づく音源分離方式の検討が飛躍的に進んで
いる。特に，空間モデルを求めるための時間周波数マ
スクを深層学習により求める手法 [5, 6, 23, 26, 27]の検
討が進んでいる。これらの手法では一般的に時間周波
数マスクを学習するための教師データとして，時間周
波数毎の S/Nに基づく真の時間周波数マスクを定義し，
その真の時間周波数マスクに近い時間周波数マスクを
ニューラルネットワークが出力するように学習を進め
る。これらの構成ではニューラルネットワーク学習時
には，時間周波数マスクを用いて推定した空間モデル
の精度を考慮することなく学習を行う。しかし，学習
したニューラルネットワークを空間モデルを用いた音
源分離に接続するとしたときには，時間周波数マスク
を用いて推定した空間モデルの精度の影響を大きく受
けるため，学習時においても時間周波数マスクを用い
て推定した空間モデルの精度を考慮することが望まし
いと考えられる。また時変ガウスモデルを用いた音源
分離 [4]のように時々刻々フィルタの形状が変化する場
合，時間周波数マスクと共に，時間周波数毎の音源の
分散も求める必要がある。時間周波数マスクは空間モ
デルを推定するために用いる変数であり，一方で時間
周波数毎の音源の分散は分離フィルタの形状を変化さ
せるための変数であり，それぞれ役割が異なる。した
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がって，空間モデルの影響を考慮し，それぞれの役割
に適合した形で変数を推定することが望ましいと考え
られる。
こうしたことから，著者らは，ニューラルネットワー
ク学習時において空間モデルの影響を考慮する方式と
して，次の４つの構成について検討を進めてきている。

1. 空間モデルの影響を考慮したニューラルネット
ワークの損失関数

2. ニューラルネットワークの構造の中に空間モデル
を用いた音源分離を埋め込む方法

3. 所望音源の到来方向の情報をアトラクタとして
用いて音源分離に必要なパラメータを推定するフ
レームワーク

4. 統計モデルに基づく音源分離法を疑似教師信号生
成機として用いる教師無しニューラルネットワー
ク学習法

本稿では，これらの４つの方向性について紹介する。

2 空間モデルの影響を考慮したニュー
ラルネットワークの損失関数 [18]

時間周波数領域でのマイク入力信号をxl,k (lがフレー
ムインデックス，kが周波数インデックス）とする。xl,k

は Nm 個の要素からなるベクトルとする。Nm はマイ
クロホン数である。時変ガウスモデルに基づく音源分
離では複数チャネルのウィナーフィルタ (MWF)Wi,l,k

(Nm行Nm列)を使って，i番目の音源信号 ci,l,k を以
下のように推定する。

ĉi,l,k = Wi,l,kxl,k (1)

ここでMWFは

Wi,l,k = vi,l,kRi,k

(
Ns−1∑
j=0

vj,l,kRj,k

)−1

(2)

で求める事ができる。Nsは音源数，vi,l,kは i番目の音
源の時間周波数成分ごとの分散，Ri,k は空間共分散行
列とする。空間共分散行列は時間周波数マスクMi,l,k

を用いて以下のように推定される。

Ri,k = 1∑
l Mi,l,k

∑
l

Mi,l,kxl,kxH
l,k (3)

時間周波数マスクMi,l,k は音源の時間周波数成分毎の
分散 vi,l,kと共にニューラルネットワークを介して推定
される。これまで，一般的に時間周波数マスクMi,l,kを
推定するためのニューラルネットワークの学習時には，

時間周波数マスクの正解値を定義し，推定したマスク
がその正解値に近づくようにニューラルネットワーク
を学習してきた。したがって，ニューラルネットワー
ク学習時には推定したマスクを用いて算出した空間モ
デルを通して音源分離した結果を評価してはいなかっ
た。また，Mi,l,k と vi,l,k は共に時間周波数毎の i番目
の音源の音量に関連する変数となるが，Mi,l,kは空間共
分散推定に用いられ，vi,l,k は時間毎のフィルタ形状を
決めるために用いられるといったように，空間モデル
を用いた音源分離における役割はそれぞれ異なる。し
たがって，Mi,l,k と vi,l,k を推定するニューラルネット
ワークを i番目の音源の音量を教師信号として学習する
ことは必ずしも望ましくなく，空間モデルの影響を考
慮した上で学習することが望ましいと考えられる。そ
こで我々は，Mi,l,k と vi,l,k を推定するニューラルネッ
トワークを音源分離信号 ĉi,l,k が真の音源信号 ci,l,k に
近づくように学習する手法を提案している [18]。提案
法では，音源信号の事後確率を以下のように計算する。

pM(ci,l,k|xl,k) = N (ci,l,k|ĉi,l,k, Vi,l,k) (4)

ここでMはニューラルネットワークのパラメータと
する。Vi,l,k は ci,l,k の共分散行列であり ĉi,l,k と同様
に Wi,l,k，vi,l,k と Ri,k から算出することができる。
pM(ci,l,k|xl,k)算出のためのブロック構成を図 1に示
す。ニューラルネットワークの損失関数としては，負
の対数事後確率− log pM(ci,l,k|xl,k)を用いる。提案す
る損失関数では，分散 Vi,l,k が一種の正則化効果を及
ぼし ĉi,l,k が ci,l,k から大きくずれている場合であって
も，損失が過度に大きくなることを防ぐ効果があると
期待できる。実際に二乗誤差と比較して提案する損失
関数を用いて学習した結果，分離性能が向上すること
を確認している。また，残響除去と音源分離のための
ニューラルネットワークを同時に学習する手法も提案
されている [20]。

3 ニューラルネットワークの構造の
中に空間モデルを用いた音源分離
を埋め込む方法 [19]

空間モデルをニューラルネットワークに統合するた
めの２つの構造として，ニューラルネットワークの構
造の中に空間モデルを用いた音源分離を埋め込む方法
を紹介する（図 2）。前章で紹介したようなニューラル
ネットワークで分離に必要なパラメータを推定しその
パラメータを使って音源分離を行うような構成の場合，
図 2(a)で示すようにニューラルネットワークは順方向
の計算中には空間モデルを参照しない。これに対して，
空間モデルにより適合したパラメータをニューラルネッ
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図 1: ニューラルネットワークを介した音源信号の事後
確率算出ブロック

トワークで推定可能となることを狙い，図 2(b)で示す
ように，順方向の計算時に空間モデルを参照する構成
を提案する。本構成では，各 BLSTMの出力信号を時
間周波数マスクMi,l,k に変換する。そして変換したマ
スクから共分散行列を構築し時不変のMWFに基づき
音源分離実施する。その分離結果を次の BLSTMの入
力信号として変換する。BLSTMの出力信号は時不変
のMWFに変換され，BLSTMの出力信号の自由度よ
りも時不変のMWFの自由度が低いことから，音源分
離を埋め込むことにより空間モデルに適合する形で自
由度が落とすことが可能と考えられる。
ディープクラスタリング [6,23]の構成に提案法の枠
組みを適用し，音源分離性能が向上することを確認し
た。特に，空間モデルの適合度が向上することにより
音源分離後の歪が減少することが確認された。
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図 2: ブロック構成

4 所望音源の到来方向の情報をアト
ラクタとして用いて音源分離に必
要なパラメータを推定するフレー
ムワーク [13]

所望音源の到来方向が分かっており，その方向の音
のみを分離抽出したいというケースは多い。例えば，対
話型ロボットでロボットの顔が向いている方向の音を
取りたいというケースや，カメラ画像で人の顔を認識
し人の方向の音だけを抽出したいというケースなどで
ある。このような場合，音源分離した後に所望音源の
到来方向から所望の分離音を選択するという構成より
も，音源分離の段階から到来方向の情報を利用した方
が効率的に所望信号の情報と妨害音の情報を切り分け
て推定できると推察される。そのような事から，所望音
源の到来方向の情報を一種のアトラクタとして用いて，
音源分離に必要なパラメータを推定するフレームワー
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図 3: ブロック構成

クを提案した（図 3)。本構成は時変フィルタを用いた
音源分離を実行するため，時間周波数マスクと共に，音
源の時間周波数毎の分散を必要とする。これらのパラ
メータに対する教師信号を定義するのではなく，分離音
に対する教師信号を定義することにより時間周波数マ
スクと音源の時間周波数毎の分散を推定するニューラ
ルネットワークを統合的に学習することが可能となる。

5 統計モデルに基づく音源分離法を
疑似教師信号生成機として用いる
教師無しNN学習法 [21]

深層学習を用いた音源分離で仮定する真の分離音は
通常手に入らないことが多い。そのようなシーンでは，
真の分離音がなくともニューラルネットワークを学習
することが求められる。このようなニーズに対して，近
年，教師無しのニューラルネットワーク学習法が提案
されている [3,22]。これらの教師無しニューラルネット
ワーク学習法では，時間周波数マスクの教師信号が無
くとも，各音源の時間周波数マスクを推定するための
ディープクラスタリング構成のニューラルネットワー
クを学習することが可能な構成となっている。しかし，

残響や背景雑音が存在する場合，各音源の時間周波数
マスク以外にも様々な変数を推定することが必要にな
り，空間モデルを用いた音源分離の分離信号がより良
くなるようにこれらの変数を推定することが望まれる。
これに対して，真の分離音の代わりに，統計モデルに
基づく音源分離法を疑似教師信号生成機として用いて，
統計モデルに基づく音源分離法が出力する分離音に深
層学習を用いた音源分離の分離音が近づくようにニュー
ラルネットワークを学習する手法を提案する（図 4）。
統計モデルに基づく音源分離法としては時変のMWF
を用いる。共分散行列に各音源の直接音の共分散行列
と共に残響と背景雑音の共分散行列も加えることによ
り，残響・背景雑音耐性を高める。統計モデルに基づく
音源分離法の出力信号中に含まれる分離エラーに対し
て過度に追従することを防ぐために，Kullback Leibler
Divergence (KLD)に基づく損失関数を用いる。
実験の結果，統計モデルに基づく音源分離法よりも
高い分離性能を得ることが可能であることを確認して
いる。
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図 4: ブロック構成

6 まとめ

本稿では，空間モデルの影響を深層学習時にも考慮
する４つの方向性を示した。深層学習に基づく方式の
進展が著しいが，音源分離の空間モデルのような物理
的な知識を活用可能なシステムにおいては，ニューラ
ルネットワーク単体で全てを学習するのは望ましくな
く，物理的な知識と深層学習に基づく方式をどう融合
するかが今後の一つの重要な方向性と考えている。
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