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Abstract: 本稿では，近年複雑化しているニューラルネットワークに対応するため，ノード枝刈り
に基づいた不均一で複雑な深層学習ネットワークのモデル圧縮を扱う．ノード枝刈りによるモデル圧
縮は，比較的古くから研究されているが，そのほとんどは，活性化関数としてシグモイド関数を用
い，バイパス接続のない均一で単純な全結合ニューラルネットワークであることを前提としている．
近年は，活性化関数として ReLU など非シグモイド関数を用いることが一般的であるため，こうし
た非線形活性化関数に対応するため，ノードエントロピー法を拡張したノード活性度推定法を提案
する．さらに，バイパス接続など不均一なトポロジを持つネットワークに対応するため，層間ペアリ
ング，バイパス接続の枝刈り，ネットワーク全体に対する枝刈りポリシーに関する規範を提案する．
これらを組み合わせた手法を提案手法とし，ReLU，バイパス接続を有する TDNN ベースのニュー
ラルネットワークである，音声認識システム Kaldi 用の音響モデルの圧縮に適用を試みた．結果と
して，音声認識性能を維持しつつ，音声認識システム全体として 31% の速度向上を達成することが
できた．

1 はじめに
近年，最適な数以上のパラメーターを使用すれば，
深層学習のニューラルネットワークモデルを問題なく
学習できることが報告されており，過剰パラメータ化
(over-parameterization) [1, 2, 3] と呼ばれている．一
方，過剰パラメータ化によるモデルは規模が大きいた
め，組み込みデバイス，モバイルコンピューティング，
車載情報 (In-Vehicle Information, IVI)システムへの
応用など，実用向けには，モデル圧縮によるコンパク
ト化が不可欠である．また，モデル圧縮により，ネット
ワークの複雑さや過剰適合問題を軽減することもでき
る [4]．このため，因子分解 (Factorization), 知識蒸留
(Knowledge Distillation)，枝刈り (Pruning) といった
モデル圧縮手法が研究されてきた [5]．
因数分解はモデルのスパース性を利用しており，特
異値分解 [6]，低ランク行列因子分解 [7]，ベクトル量
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子化 [8]を利用したモデル圧縮手法が報告されている．
また，テプリッツ行列を使用した分解 [9]と，小さい行
列の組合せで置換する手法 [10]も，因数分解ベースの
モデル圧縮手法と捉えることができる．これらは，画
像分類と音声認識 (ASR) を対象に，元のモデル性能
を維持または改善しつつ，モデルサイズを大幅に圧縮
している．因子分解は，パラメータ行列として表せる
ネットワークに適用できるので，一般に，比較的単純
で均一な全結合型のニューラルネットワークに適用さ
れる．複雑なネットワークに適用する場合には，パラ
メータ行列に変換できる部分を抽出しての適用する必
要があるため，限定的な適用となる．
知識蒸留は，主に TS (Teacher-Student) 学習を適
用することでモデル圧縮を行う [11, 12]．まず，パラ
メータ数の多い大規模ニューラルネットワークモデル
を，教師モデルとして学習する．次に，パラメータ数
が少ない小規模のニューラルネットワークを生徒モデ
ルとして，教師モデルと同等の性能となるように学習
を行う．この際の教師モデルと生徒モデルの比較には，
KL(Kullback-Liebler) 距離ベースの出力分布 [13] や
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シーケンスレベルの出力分布 [14]などが使用される．
知識蒸留では，ラベルを平滑化するような正則化によ
り，効果的なモデル圧縮が実現されているという報告
もあるが [15]，教師が与えられた際に，どのようなト
ポロジーを持った生徒モデルが最適なのかといった問
題について十分な議論されているわけではない．
枝刈りは，音声認識 [16, 17, 18]，画像分類 [19, 20,

21, 22, 23]，翻訳 [24]などを対象に広く研究されてい
る．主に，枝刈りの鍵として重みパラメータやノード活
性度を用いており，対象となるニューラルネットワーク
の層，チャネル，ノード，リンクの寄与に応じて，各々
が枝刈りもしくは共有化される．性能を維持しつつ，処
理速度を向上するために，ビット量子化の併用も試み
られている [18, 21, 25]．武田ら [25]は，重みパラメー
タ，ノード活性度，ビット量子化の組合せにより，ノー
ド枝刈り率 30% で，音声認識精度を維持しつつ，デ
コード処理の 5 倍高速化を実現している．これらの手
法は，枝刈り後に再学習が必要ではあるが，ニューラ
ルネットワークのサイズを大幅に縮小することができ
る．さらに，因子分解やTS学習で必要なトポロジーに
対する仮定が不要であるため，適用が容易であるとい
う利点がある．しかし，これらの研究では，これまで，
DNNや CNNといった単純なニューラルネットワーク
を対象に，活性化関数には伝統的なシグモイド関数を
想定して研究が行われてきた．近年では，バイパス接
続など，ネットワークトポロジーは複雑化する傾向に
あり，活性化関数にも ReLU [26] など，他の非線形関
数が使用されることが一般的になってきている．
つまり，従来のアプローチの問題は，モデルが複雑
化しているにもかかわらず，単純で均一なニューラル
ネットワークを対象としており，不均一かつ複雑なネッ
トワークに対するモデル圧縮のガイドラインが十分に
議論されていないことであると言える．そこで，本稿
では，バイパス接続や非シグモイド活性化関数を備え
た不均一で複雑なネットワークをモデル圧縮する方法
を提案する．モデル圧縮のアプローチとしては，因子
分解や知識蒸留のようなトポロジーに対する仮定が少
なく，局所的にも適用できるノードの枝刈りを対象と
する．具体的には，非シグモイド活性化関数を扱うた
め，以前提案したノードエントロピーに基づくノード
枝刈り法 [25]を拡張する．また，不均一なニューラル
ネットワークを扱うため，層間ペアリング，バイパス接
続プルーニング，ネットワーク全体に対する枝刈り率設
定に関する 3 つの規範を提案する．提案した方法と規
範を TDNN (Time Delay Neural Network), TDNN-F

(Factorized TDNN)，バイパス接続を有する，オープ
ンソースの音声認識システム Kaldi の音響モデルに対
して適用し検証を行った．
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図 1: Kaldi の Nnet3-Chain 音響モデルの構成 (独自
レシピ)

2 Kaldi のネットワーク構成
Kaldi の音響モデル学習には，日本語話し言葉コー
パス (CSJ)レシピ [27]をベースとして，性能向上のた
めに以下の変更を行った独自レシピを使用した．

• LibriSpeech レシピ [28] を参考に，nnet3-chain

モデル [29]をサポートするための拡張．
• MFCC 特徴量の代わりに，40 次元 MSLS (Mel-

Scale Log Spectrum)特徴量 [30]を使用．これに
より，入力には，3 フレーム分の MSLS 特徴量
と 100 次元 iVector で構成される 220 次元のベ
クトルを使用．

• 言語モデル学習には，CSJ レシピで使用される
SRILM [31] に代え，pocolm [32] を使用．

図 1に，独自レシピで得られる全 19層からなる音響
モデルの構造を示す．第 1層は TDNNで，フレームご
とに 220 次元の入力ベクトルを受け取り，1,536 次元
のベクトルを出力する．次の 16 層は TDNN-F で，各
層は 160 次元のボトルネック層とバイパス接続を内包
している．pre-final層は バイパス接続はなく，256 次
元のボトルネック層のみで構成される．出力層は，全
結合ボトルネック層であり，5,128 次元ベクトルを出力
する．バッチ正規化はすべての層で，ドロップアウト
は最後の 2層を除くすべての層で行われる．TDNNは，
第 1 層から第 4 層目までは，連続 3 フレームを使用す
る．これを (−1, 0, 1)と記述する．第 5層では，現在の
フレームのみが使用される．第 6 層から第 17 層目ま

59



では，高速な処理を実現しつつ，より長いコンテキス
トを扱うため，3 フレームおきに 3 フレーム分，つま
り (−3, 0, 3) が使用される．出力層を除き，活性化関
数には，ReLU [26] が使用される．各層は，因子分解
用の線形サブレイヤとアフィンサブレイヤ，ReLU用
の非線形サブレイヤ，バッチ正規化用サブレイヤ，ド
ロップアウト用サブレイヤなど 5 – 8 のサブレイヤで
構成される．

3 提案するノード枝刈り手法
提案するノード枝刈り法，および，不均一なネット
ワークに枝刈りを適用するための規範を説明する．

3.1 ノード活性度の定義
l 番目の層の i 番目のノード xl,i に対するノードエ
ントロピー qe は，次式で定義できる [16, 25]．

qe(l, i|D) = − N0

N0+1
log

N0

N0+1
− N1

N0+1
log

N1

N0+1
, (1)

ここで，D はデータセット，N0 と N1 は，Dに対
して，閾値よりも低い値および高い値となったシグモ
イド活性化関数の出力数である．N0+1 は D 内のサン
プル数であり，N0 +N1 と等しい．
ノードエントロピーは，ノードごとに異なる活性度
を表現できるため，[16] らが提案している出力重みノ
ルムよりもモデル圧縮性能がよいことが報告されてい
る [25]．ただし，活性化関数としてシグモイドが前提
であるため，N0 と N1 を判定するための閾値は，シ
グモイド関数の値域 (0–1) の中間値 0.5 であった．し
かし，Kaldi では，値域が 0 から無限大である ReLU

が活性化関数として用いられている．このため，閾値
を 0.5 から 0 に近い ϵ に変更した．これは，閾値を単
に変更したというよりも，ノードが活性化しているか
どうかを活性化関数の出力の高低ではなく，0 かそれ
以外かによって判断するように考え方を変更したと言
える．この定義が有効かどうかを検証する意味で，比
較のため，これに加え，頻度ベースのノード活性度 qf
と分散ベースのノード活性度 qv という 2 つのノード
活性度の定義を行った．

qf (l, i|D) =
N0

N0+1
, (2)

qv(l, i|D) =
1
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N0+1∑
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x2
t − x̄2, (3)

入力部

出力部

バイパス部

Linear

Affine

ReLU

Batch normalization

Drop out

x 0.75

Factorized

図 2: A TDNN-F layer

ここで，xt は D における t番目のサンプルの ReLU

出力値であり，x̄ はデータセット内のすべてのサンプ
ルの平均を示す．

3.2 ネットワークトポロジーの考慮
近年のニューラルネットワークのトポロジーは，TDNN，
バイパス接続，attention モデルの登場により，加速度
的に複雑化しており，層内でも複数のブロックで構成
される不均一な構造となっている．図 2は，Kaldi の
典型的な TDNN-F層の構造を示している．入力部，出
力部，およびバイパス接続部と 3つのブロックからな
る複雑なトポロジーを有していることがわかる．
まず，出力部について考える．出力部は，ReLU サ
ブレイヤーが含まれている．このため，ReLU の直後
(バッチ正規化の前) の値を用いて，式 (1) の ReLU

バージョンに基づき，各ノードのノード活性度を求め
る．得られるノード活性度の小さいものから，枝刈り
を行う．枝刈り率が与えられた際の具体的な枝刈り法
については，後述する．
次に入力部について考える．図 2のボトルネック部
のみに注目すると，出力部とは独立して枝刈りができ
るように見える．しかし，実際には，入力部の入力は前
の層の出力部に直接，接続されている．このため，前
の層の出力部で枝刈りされたノードに直接接続されて
いる入力部のノードを，枝刈りするものとした．これ
を「層間ペアリング」と呼ぶことにする．一方で，同じ
層内の入力部と出力部はバイパス部を介して接続され
ている．この点に注目すれば，同じ層内の対応する入
力部と出力部のノードを一緒に枝刈りする必要がある
と考えることもできる．これを「層内ペアリング」と
呼ぶことにする．評価実験では，入力部と出力部を独
立に枝刈りする場合を加えて，提案する層間ペアリン
グが良好な結果となるか比較実験を行うものとする．
バイパス部については，ResNet [33] に代表されるよ
うに，勾配消失を回避するのに役立つため，入力部と
出力部の枝刈り結果に関係なく，枝刈りを行わないも
のとした．入力部，または出力部，あるいはその両方に
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c) 現在の層のバイパスをカットした場合 d) 両層のバイパス接続カットした場合

図 3: 層間接続問題．点線と点線の丸は枝刈りされたこ
とを示す．層間の接続を保つため，上下の層の枝刈り
の状況に応じて，常に 0 を出力するノード (黒丸)や終
端ノード (赤×印) を設ける．
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図 4: 2 種類の枝刈りポリシー． 枝刈り率 30% の例:

「ネットワークベース」は，ネットワーク全体を考慮し
て，活性度の小さいノードから順に 30% を枝刈りす
る．一方，「層ベース」は，層ごとに，活性度の小さい
ノード 30% を枝刈りする．
対応するノードが枝刈りされた場合に，バイパス接続
を枝刈りの是非は，評価で比較実験を行うものとする．
枝刈り後，図 3 に示すように，入力部，出力部，バ
イパス部の接続を見ると，どちらか一方のノードだけ
が枝刈りされる接続がある．このようなオープンエン
ドの接続を扱うため，[33] に倣い，図 3b) および d) に
示すように常にゼロ出力を行うノード (黒丸) や図 3c)

および d) に示すよう終端ノード (赤×印)を設けるも
のとした．
以上，一つの層に対する枝刈りについて考察したが，
実際のネットワークは多層に渡るため，枝刈り率1が与
えられた際に，ネットワーク全体を考慮して枝刈りポ
リシーを決める必要がある．大きく 2 つのポリシーが
考えられる．一つは，図 4a）に示すような「ネットワー
クベース枝刈り」ポリシーである．これは，層ごとの
枝刈り率は一定でなくてよく，ネットワーク全体で平
均して目的の枝刈り率になっていればよいとするポリ

1本稿では，枝刈り率は，出力部内のノード総数と枝刈りされた
ノード数の比として定義するものとする．

表 1: C1 – C5の実験条件. 提案手法は太字
実験 ノード 枝刈り 入出力 バイパス 枝刈り

活性度 率 ペアリング 枝刈り ポリシー
C1 エントロピー 0-70% 出力部のみ なし 層ベース

頻度
分散
ランダム

C2 エントロピー 50% 層間 なし 層ベース
層内
独立
出力部のみ

C3 ランダム 0-70% 層間 なし 層ベース
あり

C4 エントロピー 0-70% 出力部のみ なし 層ベース
ネットワーク
ベース

C5 エントロピー 50% 層間 なし 層ベース
N/A 0% N/A なし N/A

シーである．実際，強化学習の結果として，枝刈り率
は層ごと変えた方がよいとする報告もある [34]．また，
以下の 3 点が冒頭に述べた過剰パラメータ化の知見と
して報告されている [1, 2, 3]．

1. 学習後，複数の中間層を初期化しても性能は維持
される．

2. 入力層，または出力層が，1～2エポック後の対
応する層と置き換えられると，性能が低下する．

3. 一般に，上位層はネットワークに対する貢献度が
低くなる傾向がある．

これらの知見は，層ごとに異なる枝刈り率を許す，つ
まりネットワークベース枝刈りポリシーを支持してい
るといえる．
一方で，我々は，これに反して，図 4b) に示すよう
に，すべての層で同じ枝刈り率となる必要がある「層
ベース枝刈り」ポリシーを用いることを提案する．こ
の背景となる考え方は，以下の通りである．

1. 上位層は下位層よりも出力層に近いため，最終出
力により寄与するべきである．

2. ネットワークベース枝刈り率を適用するには，異
なる層のノード間の活性度の違いを公正に評価す
る必要があるが，これは困難であるため，層ベー
スの枝刈り率で十分である．

3. ネットワークベース枝刈り率を適用すると，上位
層の貢献度が低くなるため，積極的に上位層の
ノードが枝刈りされる．モデルの圧縮率を上げる
には，枝刈り率を高くする必要があるが，この場
合，上位層のノード数が少なくなり，モデルを十
分表現できなくなる可能性がある．

これらの枝刈りポリシーについても評価実験で比較実
験を行う．

61



図 5: C1:ノード活性度比較結果
(JNAS)

図 6: C1:ノード活性度比較結果
(CSJ)

図 7: C3: バイパス部枝刈り比較結果
(JNAS)

図 8: C3: バイパス部枝刈り比較結果
(CSJ)

図 9: C4:枝刈りポリシー比較結果
(JNAS)

図 10: C4:枝刈りポリシー比較結果
(CSJ)

枝刈り率

図 11: ネットワークベース枝刈りポリシー適用後の各
層のノード数．層ベース枝刈りポリシー適用後は，各
層のノード数はすべて同数．

表 2: C2:入出力間ペアリング比較結果. 枝刈り率 50%.

コーパス 出力部のみ 独立 層内 層間
(上限値) (提案法)

JNAS 5.50 5.72 5.88 5.70
CSJ 8.54 8.69 8.61 8.56

表 3: 音声認識速度とWER．提案枝刈り法は，ノード
エントロピーベースのノード活性度推定，層間ペアリ
ング，バイパス接続の枝刈りなし，層ベース枝刈りポ
リシーの組合せ．

音声認識速度 (s) WER (%)
枝刈りなし 3,036 8.49
提案枝刈り法 2,388 (31% up) 8.57

4 評価
提案手法の有効性を検証するため，C1 – C5 の 5 種
類の実験を行った．評価指標には，単語誤り率 (WER)

を使用した．C5では，併せて音声認識システムの速度
の計測も行った．表 1に詳細な実験条件を示す．

C1: ノードエントロピーベースのノード活性度の検
証．「ノードエントロピー (提案法)」，「頻度ベー
ス」，「分散ベース」，「ランダム」の 4 種類のノー
ド活性度を比較した．他の条件は以下の通り．枝
刈り率は 0%，10%，30%，50%，60%，70%．枝
刈りは出力部に対してのみ実施．バイパス部と入
力部は，枝刈りなし．層ベース枝刈りポリシーを
使用．

C2: 入出力層のペアリング基準の検証．「層間ペアリ
ング (提案法)」と「層内ペアリング」に加えて，
「独立」と「出力部のみ (オラクル)」の 2 つも比
較に加えた．「独立」は，入力部のノードを出力
部と無関係にランダムに枝刈りすることを意味す
る．「出力部のみ」は，入力部の枝刈りを行わな
いため，C1と同じ条件となり，原理上の性能上
限値と言える．なお，C1の結果から，枝刈り率
50%までは同等の WER が得られることが判明
したため，枝刈り率は 50% に固定した (層ベー
ス枝刈りポリシー)．

C3: バイパス部の枝刈り是非の検証．バイパス接続
の枝刈りを行う場合と行わない場合を比較した．
層ベース枝刈りポリシーを用いて，枝刈り率 0 –
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70%を検証．ノード活性度の定義とは無関係にこ
の要因を調査するため，出力部の枝刈りにおける
ノード活性度には C1のランダム条件を用いた．
また，入出力間ペアリングには層間ペアリングを
用いた．

C4: 枝刈りポリシーの検証．「層ベース (提案法)」と
「ネットワークベース」の枝刈りポリシーを比較し
た．枝刈り率は 0%–70%に変更した．また，ノー
ドエントロピーベースの枝刈りと層間ペアリング
を使用した．

C5: 上記の 4 提案手法，つまり，エントロピーベー
スのノード活性度，層間ペアリング，バイパス接
続枝刈りなし，層ベース枝刈りポリシーを組み合
わせた提案手法による音声認識速度向上の検証．
枝刈り率を 50% に設定し，枝刈りなしの場合と
比較を行った．

4.1 実験条件
学習とテスト用のデータセットには，JNAS (新聞記
事読み上げ音声コーパス)と CSJ (日本語話し言葉コー
パス)の 2種類のサイズの異なる日本語コーパスを用
いた．JNAS [35]は，60 時間の学習用音声データセッ
トと，男女それぞれ 23 名，50文からなるテストデー
タセットからなる小規模のコーパスである．CSJ [36]

の学習用音声データセットは，JNAS の 10倍強の 660

時間の音声データからなっている．また，それぞれ約
1,300の発話からなる 3 種類のテスト用データセット
(eval1–3) を含んでいる．テスト用データセットの総発
話数は，3,949 で，計 18,376秒である．式 (1)–(3)で
ノード活性度を求めるためのデータセット D は，すべ
ての実験で共通の 300 発話 (19分) を使用した．式 (1)

および式 (2)の，ϵ は 0.001 に設定した．また，いず
れの実験でもノード枝刈りを行った後，1 エポック分
の再学習を行った．実験は同じ条件下で 2回行い，平
均 WERを計算した．CSJ では，3つのテストデータ
セットの平均 WER として算出した．

4.2 結果
図 5と図 6に，JNAS と CSJ に対する C1 の結果
を示す．図の横軸と縦軸は，それぞれ枝刈り率とWER

を示す．JNASでは，ノードエントロピーベースのノー
ド活性度が最もよい性能を示した．また，頻度もラン
ダムを上回り，有効であることがわかる．CSJ では，
ノードエントロピーは，枝刈り率が 0% から 60% まで
はランダムに上回り，枝刈り率変化に対して最も安定
した性能を示したが，3つの手法に明確な違いは認めら
れなかった．全体としては，提案するノードエントロ

ピーが最もよい性能を示したといえる．これは，ノー
ド活性度を求める際に，ReLU の閾値として epsilon

を使用するという考え方が正しいことを指示するとい
える．提案したノードエントロピーベースのノード活
性度が，他よりも基本的に良好な結果となったという
事実は，1）分散ベースの方法は，ガウス分布を想定し
ているのに対し，ReLU の出力は非線形かつ非対称な
分布を持っているため，2）頻度ベースの方法（式 (2)）
は，式 (1)の右辺の最初の項のみを考慮しており，第 2

項を考慮していないため，ということを考慮すること
によって説明できよう．
表 2に，枝刈り率 50% 時の JNAS と CSJ に対する

C2 の結果を示す．「出力のみ」は C1 と同じ条件であ
るため，JNAS と CSJ の結果は，図 5と図 6 の 枝刈
り率 50% のエントロピーベースの結果と同じである．
「出力のみ」は入力部の枝刈りを行わないため，原理的
な上限値である．入力部の 3 つの枝刈り条件の中では，
提案手法である層間ペアリングは「出力のみ」と同等
の性能となり，最もよい性能を示した．これは，対象
としている層の入力部が前の層の出力部と直接接続さ
れているのに対し，同じ層の出力部とはボトルネック
層を通じて間接的に接続されていることを考慮すると，
直感的に理解できよう．
図 7 と図 8 に，C3 の JNAS と CSJ に対する結果
を示す．横軸と縦軸は枝刈り率とWERを表す．JNAS
では，いずれも同等の性能となったが，CSJでは，入力
部や出力部のノードが枝刈りされていた場合でも，対
応するバイパス接続は枝刈りせず残したほうが良好な
性能が得られた．これらの結果を考慮すると，バイパス
接続は枝刈りしない方がよいと考えられる．これは，バ
イパス接続がネットワーク内の他の部分と比較して，音
声認識性能に大きく貢献していることを示唆している．
図 9と図 10 に，C4 の JNAS と CSJ に対する結果
を示す．横軸と縦軸は，それぞれ枝刈り率とWERを
表す．枝刈り率が 40%未満の場合，JNAS と CSJ 共
に，枝刈りポリシーの違いで性能の差は見られなかっ
た．しかし，枝刈り率が 50% を超えると，提案する層
ベース枝刈りポリシーが優位となった．これを分析す
るために，図 11 に，ネットワークベース枝刈りポリ
シーを適用した際に各層で残ったノード数を示す．上
位層になるほど枝刈り率が高くなっていること，その
ために上位層のノード数が少なくなっていることがわ
かる．つまり，枝刈り率が高いと，上位層のノード数
が少なくなりすぎ，性能が劣化している可能性がある
ことを示している．一方，層ベース枝刈りポリシーを
適用した場合は，残ったノード数はどの層でも同数に
保たれるため，枝刈り率が高くても性能が安定してい
ると考えられる．
表 3に，C5の結果を示す．テストデータには，18,376
秒の音声データからなる CSJテストデータセット (eval1-
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3)を使用した．音声認識の処理速度は，音響モデルの尤
度計算部だけではなく，音声認識システム全体の処理時
間として，Intel(R) Xeon(R) E5-2697A v4 (2.6 GHz)

の 1コアを用いて計測した．枝刈りを行わない場合，処
理時間は 3,036 秒で，平均 WER は 8.49% であった．
提案する枝刈り手法では，枝刈り率 50% で，それぞ
れ 2,388 秒と 8.57% であった．つまり，音声認識性能
を維持しながら，31% の速度向上が達成することがで
きた．
C1–C5 の結果から，エントロピーベースのノード
活性度推定，層間ペアリング，バイパス部の枝刈りを
しない，層ベース枝刈りポリシーの組み合わせである
提案法が最もよい性能となることを示すことができた．
C1，C3，および C4 の結果から 2つのサイズが異な
るコーパスである JNAS および CSJ ともに，枝刈り
率は 50% が適切であることが得られ，これによって，
C5で 31% の速度向上を達成した．WER と音声認識
の処理速度のバランスは，アプリケーションによって
変わる可能性がある．提案法は，JNASのようにモデ
ル圧縮と過学習しやすい小規模なコーパスだけでなく，
CSJ のように規模の大きいコーパスでも効果的であっ
た．これは，ネットワークトポロジを考慮して枝刈りを
行うことが重要であることを示している．また，過剰
パラメータ化 [1, 2, 3] の知見から得られる予測と異な
り，層ベース枝刈りポリシーが良い結果を示した．こ
れは，証明には，さらなる研究が必要なものの，3.2 節
で述べた背景となるアイデアが正しいことを示唆して
いる．

5 おわりに
本稿では，複雑で不均一なニューラルネットワーク
のモデル圧縮手法を扱った．このために，ノードエン
トロピーベースのノード活性度推定法，層間ペアリン
グ，バイパス接続の枝刈りをしない，層ベース枝刈り
ポリシーという 4 つの手法と規範からなるノード枝刈
り方法を提案した．提案法を Kaldi の音響モデルに適
用し，その有効性を明らかにした．より大きなコーパ
ス，多言語での有効性検証，ニューラルアーキテクチャ
探索を使用した自動パラメータ推定，アテンションモ
デルなどより複雑なネットワークへの適用が今後の課
題である．
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