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Abstract

In this paper, we propose a method that predicts
opponent player’s positions. This method is used
to generate decision making and achieved by us-
ing neural networks. Three-layered neural network
are used to learn the opponent positions. One neu-
ral network learns the mapping from a field status
to the position of an opponent player. Thus, 11
neural networks are necessary to learn opponent 11
players. The results by the numerical experiments
show that the proposed method predicts opponent
positions and helps to generate appropriate decision
making.

1 はじめに

ロボット工学と人工知能の領域横断型研究プロジェクトと

して RoboCupが知られている．RoboCupには様々なリー
グが存在しており，それぞれにおいて活発な研究，開発が

行われている．RoboCupサッカーでは，競技で勝利する
ことが重要視され，ただ単に勝利するだけではなく，ボー

ルを支配し，確実に勝利することが望まれている．そのた

めには，チームでの試合運びを行うための戦術が必要で

ある．高度な戦術を取るためには，敵プレイヤの位置を予

測することが必要であるが，現状ではそれは困難である．

そこで本論文では，敵位置決定のモデル化について調査

する．本論文では，RoboCupサッカーシミュレーション
2Dリーグを題材とする．敵位置決定のモデルをサッカー
フィールドの状況から敵プレイヤ位置へのマッピングで

ある，と定義する．敵位置決定のモデル化にはニューラル

ネットワークを用いる．数値実験では，ニューラルネット

ワークの予測精度を調査し，プレイヤに組み込むことで

発生するチームへの影響を調査する．

2 行動探索

RoboCupにはサッカー，レスキュー，＠ホームの他に，次
世代のロボット技術者育成を目的としたジュニアリーグ

も存在する．本論文では，RoboCupサッカーシミュレー
ションを研究の対象とする．サッカーシミュレーションは

モデル化の形式によって 2Dリーグと 3Dリーグに分けら
れる．本論文では 2Dリーグを扱う．Figure 1に 2Dリー
グの試合の様子を示す．2Dリーグでは，二次元平面を仮
想サッカーフィールドとし，円形のエージェントをプレイ

ヤとして競技を行う．また，プレイヤやボールの位置と速

度は全て二次元ベクトルとして表される．試合は 1サイ
クル 0.1秒で離散化され，前後半 3000サイクルずつ合計
6000サイクルで試合が行われる．各プレイヤはそれぞれ
独立したエージェントとしてプログラムされており，制限

された視覚情報や聴覚情報からドリブルやパス等の意思

決定を行う．

Figure 1: 2Dリーグの試合の様子

プレイヤが意思決定を的確にできるかどうかは，チー

ム戦略における重要な要素である．高レベルの意思決定

に関しては，高度な戦略に基づいた試合が行われており，

ポジショニング等に関する研究が積極的に行われている．
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Luisら[1]の，Situation Based Strategic Positioningを用い
た手法や，Akiyamaら[2]の，Delaunay Triangulationを用
いた手法などがある．本論文で使用するプレイヤは，最

良優先探索を用いて行動連鎖と呼ばれる木構造を構築す

ることで意思決定を行う[3]．まず，プレイヤの現在の状
態をルートノードに入力する．次に，ノードに入力され

た状態において実行可能な行動の候補（パス，ドリブル，

シュートなど）を生成する．生成された行動に対して評価

値を計算し，その行動を実行した場合の予測状態と共に

子ノードに追加する．ノードが追加されるたびに評価値

が最大であるノードを選択し，そのノードにおける予測

状態から再び実行可能な候補の行動を生成する．これを

繰り返すことで，ノード数があらかじめ設定された最大

値に達するまで探索木を成長させる．ただし，木の深さ

があらかじめ設定した値を越える場合や，ノードの予測

状態から行動が生成できない場合，行動連鎖の終了条件

に設定されている行動（シュート）が生成された場合は，

その葉ノードの子ノード生成は行わないものとする．構

築された木構造の中からノード列をつなげると，行動連

鎖が得られる．評価値が最大となるノードから同様に実

行可能な行動の候補を生成し，探索木を成長させる．最も

評価値の高いノード列を選択することで，戦略上良いと

考えられる行動連鎖を実行することが可能となる．

行動連鎖の例をFigure 2に示す．Figure 2において，ボー

Figure 2: 行動連鎖の例

ルを保持している 10番のプレイヤは以下のような行動連
鎖を生成する．まず，10番のプレイヤが 7番のプレイヤ
にパスを行う，パスを受け取った 7番のプレイヤはドリブ
ルによりボールを前へ運び，その後 9番のプレイヤにパ
スを行う．パスを受け取った 9番のプレイヤは，相手ゴー
ルに向かってシュートする．10番のプレイヤは以上の流
れを考慮して，7番のプレイヤへのパスを実行する．行動
連鎖を生成することで，プレイヤは数手先の状況を考慮

して，より戦略的価値が高い行動を選択することが可能

となる．

成功確率を上げるには予測状態の精度向上が必要と予

想される．予測の精度を上げるために各プレイヤの位置

を正確に予測することが重要である．しかし，プレイヤ

は制限された情報しか保持していないため，特に敵プレ

イヤの位置を正確に予測する事は困難である．オープン

ソースであるサンプルチームの agent2d [4]では，行動連
鎖生成時の敵プレイヤの予測位置は，最後に自分が認識

した敵プレイヤの位置で固定となっている．しかし，実際

には敵プレイヤはサイクル経過と共に動くため，予測状

態での敵プレイヤ位置と，実際に行動を実行した後での

敵プレイヤの位置に大きな差異が生じてしまい，それに

よって生成された行動連鎖の質は下がってしまう．そこで

本論文では，ニューラルネットワークを用いて敵プレイヤ

の位置を予測し，予測状態での敵プレイヤの位置を考慮

する手法を提案する．

3 提案手法

本論文での提案手法では，ニューラルネットワークを用い

た学習を行う．そこで，まずニューラルネットワークの概

要について示す．

3.1 ニューラルネットワーク

ニューラルネットワークは，人間の脳の神経回路をシミュ

レートしたモデルで，高度な学習機能を備えている．ニュー

ラルネットワークには様々な形状のものが存在するが,本論
文では三層階層型ニューラルネットワークを用いる．Figure
3にその概形を示す．三層階層型ニューラルネットワーク
には入力層，中間層，出力層が存在し，それぞれの層にユ

ニットが存在する．
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Figure 3: ニューラルネットワークの概形

Figure 3において，入力層ユニットを Ii(i = 1, · · · , l)，
中間層ユニットを Hj(j = 1, · · · , n)，出力層ユニットを
Ok(k = 1, · · · ,m)とする．xi(i = 1, · · · , l)は入力信号で
あり，Wji(i = 1, · · · , l, j = 1, · · · , n)は Ii と Hj の結合

強度，Wkj(j = 1, · · · , n, k = 1, · · · ,m) は Hj と Ok の

結合強度である．また，θj(j = 1, · · · , n) は Hj の閾値，

θk(k = 1, · · · ,m)は Ok の閾値を表し，yk(k = 1, · · · ,m)
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は出力信号である．三層階層型ニューラルネットワークで

は，入力層ユニットに入力信号 xiが入力される．入力層

ユニットの出力を oi(i = 1, · · · , l)とすると，

oi = xi (1)

である．中間層ユニットでは入力層の出力 oi を入力とし

て，以下の式によって計算された oj(j = 1, · · · , n)を出力
とする．

oj = f(netj) (2)

netj =
n∑

i=1

Wjioi + θj (3)

f(netj) =
1

1 + e−netj
(4)

出力層ユニットでは中間層の出力 oj を入力として，以下

の式によって計算された ok(k = 1, · · · ,m)を出力とする．

ok = f(netk) (5)

netk =

m∑
j=1

Wkjoj + θk (6)

f(netk) =
1

1 + e−netk
(7)

ニューラルネットワークの出力信号を yk とすると，

yk = ok (8)

である．ニューラルネットワークの学習には，次に示す誤

差逆伝搬学習アルゴリズムを用いる．

3.2 誤差逆伝搬学習アルゴリズム

誤差逆伝搬学習アルゴリズムは，入力信号に対する望ま

しい出力値を教師信号として与え，出力値との誤差を最

小化するように結合強度と閾値を更新するアルゴリズム

である．結合強度の更新は学習と呼ばれ，出力値 ok に対

する教師信号 tk との差を以下の評価関数で表し，これが

最小となるように行われる．

E =

m∑
k=1

1

2
(tk − ok)

2 (9)

式 (9)より，結合強度Wji，Wkj および閾値 θj，θk の修

正量は，学習係数を η とすると，それぞれ以下の式で表

される．

∆Wji = η ·
(
− ∂E

∂Wji

)
= ηδjoi (10)

∆Wkj = η ·
(
− ∂E

∂Wkj

)
= ηδkoj (11)

∆θj = η ·
(
− ∂E

∂θj

)
= ηδj (12)

∆θk = η ·
(
− ∂E

∂θk

)
= ηδk (13)

δj = oj(1− oj)
m∑

k=1

δkWkj (14)

δk = (tk − ok)ok(1− ok) (15)

ここで，学習速度を向上させるために，慣性項係数を α

として，修正量を次のようにする．

∆Wji = ηδjoi + α∆W old
ji (16)

∆Wkj = ηδkoj + α∆W old
kj (17)

∆θj = ηδj + α∆θoldj (18)

∆θk = ηδk + α∆θoldk (19)

したがって，結合強度と閾値は次のように更新される．

Wnew
ji = W old

ji +∆Wji (20)

Wnew
kj = W old

kj +∆Wkj (21)

θnewj = θoldj +∆θj (22)

θnewi = θoldi +∆θi (23)

3.3 提案手法

試合中における通常プレイが行われている状態を playon
と呼ぶ．敵プレイヤの位置予測を行うニューラルネット

ワークを 1プレイヤにつき 1つ用意し，playon時の敵プ
レイヤの位置を学習させる．ニューラルネットワークの入

力として，

• 現在のボール位置

• ボールの到達予想位置

• 最も近い敵プレイヤがボールの位置に到達するまで
に要するサイクル数

を用いる．これらは予測状態を生成するのに必要な情報と

考えられる．教師データは，試合の前半における playon時
の敵エージェントの x座標と y座標とする．ただし，ボー

ルに最も近い敵プレイヤは，その性質上ボールに向かって

移動することが多いため，本来のフォーメーションでの動

きとは別の動きをとると見なし，教師データからは除外

する．各入力データは正規化された後にニューラルネット

ワークに入力される．各 x座標は次のように xinput へと

正規化される．ここで，PitchWidthはフィールドの縦の

幅 105mに，10mの余裕を持たせたものである．

xinput = max(
x

PitchWidth
+ 0.5, 1.0) (24)

各 y座標は次のように yinputへと正規化される．ここで，

PitchLengthはフィールドの横の幅 68mに，10mの余裕
を持たせたものである．

yinput = max(
y

P itchLength
+ 0.5, 1.0) (25)
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到達サイクル数 cycleは次のように cycleinputへと正規化

される.

cycleinput = max(
cycle

20
, 1.0) (26)

到達サイクル数は 20サイクルを越えるものはほとんど見
られないため，20サイクル以上は 1.0とみなす．

ニューラルネットワークの学習は，試合中の各サイクル

でのフィールド上の完全な情報を保持できるコーチエー

ジェントによって行われる．コーチエージェントはハーフ

タイム中に各敵プレイヤに対して順番にニューラルネット

ワークを学習させる．学習を行ったニューラルネットワー

クに予測状態時点での各敵プレイヤの位置を出力させ，敵

プレイヤのフィールド上での位置を予測する．学習した

ニューラルネットワークの情報は，コーチから各プレイヤ

に送られ，プレイヤはその受け取った情報からニューラル

ネットワークを構築し，行動連鎖生成時の予測状態での

敵プレイヤの位置推定に使用する．行動連鎖生成時に使

用される行動実行後の予測状態における敵プレイヤの位

置を，ニューラルネットワークで得られる敵プレイヤの位

置にすることで，より正確な予測状態を作成することを

狙う．またそれにより，戦術的価値のより高い行動連鎖を

生成する．

3.4 予備実験

提案手法で必要な，中間層ユニット数，学習係数 η，慣性

項係数 α，学習のエポック数の各パラメータの値を予備実

験により決定した．予備実験では，RoboCup2012決勝戦
の HELIOS2012のログデータを用いる．ニューラルネッ
トワークの入力は，現在のボールの x座標と y座標，出力

は，背番号 11のプレイヤの x座標と y座標と設定し学習

を行う．学習には誤差逆伝搬学習アルゴリズムを用いる．

3.4.1 中間層ユニット数

エポック数を 10000，η = 0.7，α = 0.3と固定し，中間

層ユニット数を 3，4，5，6，7，8，9，10，11，12，14，
20と変化させて学習を行い，実際の位置との誤差を出力
させた．Table 1に各中間層ユニット数ごとの距離の誤差
を示す．Table 1より，中間層ユニット数は 10個が最適で
あると分かる．

3.4.2 学習率

エポック数を 10000，中間層ユニット数を 10個，α = 0.3

と固定し，ηの値を 0.1～0.9の範囲で変化させて学習を行
い，実際の位置との誤差を出力させた．Table 2に ηの値

ごとの誤差を示す．Table 2より，ηの値は 0.9が最適であ
ると分かる．

3.4.3 慣性項係数

エポック数を 10000，中間数ユニット数を 10個，η = 0.7

と固定し，αの値を 0.0～0.3の範囲で変化させて学習を

Table 1: 中間層ユニット数の変化による誤差
中間層ユニット数 誤差

3 21.80

4 22.19

5 22.50

6 22.76

7 22.97

8 23.15

9 23.30

10 16.40

11 16.48

12 16.55

14 16.66

20 16.89

Table 2: 学習率の変化による誤差
学習率 誤差

0.1 65.51

0.2 45.07

0.3 33.92

0.4 27.00

0.5 22.30

0.6 18.92

0.7 16.40

0.8 14.44

0.9 12.89

行い，実際の位置との誤差を出力させた．Table 3に各中
間層ユニット数ごとの誤差を示す．Table 3より，αの値

は 0.3が最適であると分かる．

Table 3: 慣性項係数の変化による誤差
慣性項係数 誤差

0.0 17.63

0.1 17.05

0.2 16.47

0.3 16.40

3.4.4 エポック数

中間層ユニット数を 10個，η = 0.7，α = 0.3と固定

し，エポック数を 100，1000，2000，5000，10000，20000，
40000，100000，300000と変化させて学習を行い，実際
の位置との誤差を出力させた．Table 4に各中間層ユニッ
ト数ごとの誤差を示す．Table 4より，エポック数は 2000

18
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で十分学習が行われていると考えられる．エポック数が

極端に少ない場合に誤差が小さくなっているように見え

るのは，ニューラルネットワークの初期値の影響により，

学習が進んでいないためであると考えられる．

Table 4: エポック数の変化による誤差
エポック数 誤差

100 15.72

1000 16.29

2000 16.34

5000 16.38

10000 16.39

20000 16.40

40000 16.41

100000 16.41

300000 16.41

4 数値実験

数値実験では，提案手法を用いた敵プレイヤの位置予測の

精度と，提案手法をプレイヤに組み込んだ場合のチーム

性能を調査する．ニューラルネットワークの入力層ユニッ

ト数，中間層ユニット数，学習係数，慣性項係数の各パラ

メータは，予備実験の結果から，入力層ユニット数を 5，
中間層ユニットを 10，学習係数を 0.3，慣性項係数を 0.9
と設定する．また，入力情報は，現在のボールの x座標

と y 座標，ボールに最も近い敵エージェントがボールに

到達すると予測されるサイクル数，そのサイクル数が経

過したときのボールの予想到達位置の x座標と y 座標と

する．出力値は敵プレイヤの x座標と y 座標とする．ま

た，ボールに最も近い敵プレイヤは，ボールを取りにいこ

うとするためにボールに向かってくることが多く，本来の

フォーメーションでの位置から外れた動きをすることが多

いので，ニューラルネットワークでの学習要素からは除外

する．

4.1 予測精度の評価

提案手法での敵プレイヤの位置予想の精度を調査する．

コーチエージェントは前半 3000サイクルまでの playon時
の各敵プレイヤの位置を記憶しておく．ニューラルネット

ワークの教師データは，前半 3000サイクルまでの playon
時に得られた敵プレイヤの位置情報から生成され，ハーフ

タイム中に各敵プレイヤに対して 2000エポック学習する．
コーチエージェントが試合の後半の playon時にニューラ
ルネットワークに現在の状態を入力して得られる予測さ

れた各敵プレイヤの位置と，実際に予測されたサイクル

になった時点での各敵プレイヤの位置の比較を行い，そ

れらの誤差を計測する．

4.2 プレイヤに組み込む場合の評価

各プレイヤが保持しているニューラルネットワークから

出力された敵プレイヤの予測位置を，行動連鎖生成時の

予測状態に組み込んだチームで試合を実行し，行動連鎖 1
段目での予測状態における各敵プレイヤの位置と，実際に

行動連鎖 1段目の行動を実行した後での各敵プレイヤの
位置との誤差を計測する．同様の誤差の比較を，提案手法

をプレイヤに組み込んでいないチームでも行い，これら

を比較することで，提案手法の効果を確認する．こちらの

実験では，試合開始時点で各プレイヤに対して，あらかじ

め敵チームのプレイヤの位置を予測するためのニューラ

ルネットワークを与えておき，コーチエージェントがハー

フタイムに作成したニューラルネットワークへの更新は行

わないものとする．

自チームは，RoboCup2012に出場したHELIOS2012 [5]

とする．RoboCup2012に出場したチームと agent2d [4]を
相手にそれぞれ 10試合ずつ行う．

4.3 実験結果

提案手法を組み込んだHELIOS2012で試合を行い，5.1章
で述べた評価方法を用いて予測精度を評価した．計測さ

れた誤差のゴールキーパーを除いたフィールドプレイヤ

の平均と標準偏差を Table 5に示す．なお，誤差の平均の
単位はメートルとする．

Table 5: 予測の精度
対戦相手 誤差の平均 誤差の標準偏差

agent2d 10.53 7.89

WrightEagle 11.88 8.04

MarliK 11.07 9.01

Ri-one 11.26 6.84

Oxsy 13.62 9.21

YuShan 13.57 9.30

NADCO-2D 10.85 8.00

Table 5より，どの相手チームでニューラルネットワー
クを用いて学習を行っても，各敵プレイヤに対して十数

メートルの誤差で予測することができることが分かった．

ゴールキーパーは，その性質上あまり激しく動き回らずに

定位置にいることが多いため，誤差の平均はどのチーム

も 2メートルから 5メートルの範囲で収まっている．ま
た，相手チームやそのポジションによっては，誤差の平均

値が 15メートルを越える場合もあることが分かった．こ
れは，そのプレイヤが，チーム内でボールに積極的にから

みにいくことで，フォーメーションから外れた動きをする

ことが多いために生じると考えられる．

次に，提案手法を組み込んだ場合のチームに対する効
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果を，5.2章で述べた評価方法を用いて評価した．得られ
たフィールドプレイヤの誤差の平均値を Table 6に，その
標準偏差を Table 7に示す．

Table 6: 行動連鎖 1段目における誤差の平均
対戦相手 提案手法なし 提案手法あり

agent2d 15.00 17.80

WrightEagle 15.06 17.56

MarliK 27.55 24.97

Ri-one 12.92 16.89

Oxsy 18.27 21.40

YuShan 10.51 16.65

NADCO-2D 19.55 20.06

Table 7: 行動連鎖 1段目における誤差の標準偏差
対戦相手 提案手法なし 提案手法あり

agent2d 78.28 27.14

WrightEagle 101.06 25.30

MarliK 100.17 31.25

Ri-one 70.30 16.10

Oxsy 78.86 16.82

YuShan 44.19 18.20

NADCO-2D 84.31 28.61

Table 6から，提案手法を組み込んだ場合と組み込んで
ない場合を比較すると，誤差の平均値だけで見ると提案

手法はあまり効果がないように思われる．しかし Table 7
から，提案手法を組み込んだ場合と組み込んでない場合

の標準偏差を比較すると，提案手法を組み込んだほうが

小さくなっていることが分かる．提案手法を組み込んでい

ないほうの誤差について細かく見てみると，ほぼ一致し

ている場合と，大幅にずれている場合の二極化している

ことがわかった．これは，提案手法を組み込んでいない場

合は，敵プレイヤの位置を最後に認識した場所で固定し

てあるため，実際に動いていなかった場合は誤差が小さ

く．動いていた場合は非常に大きな誤差が出てしまうため

であると考えられる．提案手法の標準偏差が小さいのは，

敵の動きを考慮して予測しているため，大幅なずれが生

じていないからであると考えられる．

5 おわりに

本論文では，ニューラルネットの誤差逆伝搬法を用いて

敵エージェントのフォーメーションのモデル化を行い，実

データから学習することで既知のチームの位置予測が可

能であることを示し，行動連鎖への組み込みで予測性能

を検証した．今後の課題としては，位置予測の精度の向上

や，行動連鎖に組み込んだ際のチームのパフォーマンス

について細かく分析を行うことが挙げられる．
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