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Abstract

This paper discusses the construction of an

evaluation function by using neural networks in

RoboCup Soccer Simulation. For this purpose,

four-layered neural networks are employed to

model the evaluation function. Supervised

learning and reinforcement learning are consid-

ered for the learning of the evaluation function.

For the training of the neural networks, we gen-

erate training data from game logs. We de-

fine the successful episodes and extracts them

from the game logs. In the learning of the

neural networks, first, the parameters of neu-

ral networks are learned by supervised learn-

ing. Then, reinforcement learning is applied to

fine-tune the neural networks. We investigate

the performance of neural networks tuned by

supervised and reinforcement learning through

the computational experiments. As a result, it

is shown that the performance of the trained

neural networks is the same as ones with hand-

coded rules.

1 はじめに

近年の人工知能は，状態や行動の質を評価関数に従って点

数付けし，得点の高い予測状態になるように行動選択し

たり，得点の高い行動を選択することで意思決定を行う．

そのため，人工知能において評価関数は非常に重要な要

素である．この評価関数は一般的に人間が自身の知識に

基づいて行動のルールを設定することで調整される．し

かし，人間が全ての局面に対して最適なルールを設定す

ることは時間や労力がかかる．また，ルールを設定する際

に人間自身がその問題に対してある程度の知識を持って

いる必要がある．これらの問題点から，評価関数を自動

的に獲得する研究が進められている．また，評価関数を

うまく調整できれば，優れた探索手法を組み合わせるこ

とで人間の思考能力を超えるコンピュータプログラムを

作成することが可能となる．その一例として，DeepMind

社が開発したAlphaGo [1, 2] が挙げられる．AlphaGo [1]

はまず人間のエキスパートの棋譜からニューラルネット

ワークを教師あり学習し，その後，強化学習によってさら

に洗練された行動を探索する手順で学習を進める．

ロボット工学と人工知能の領域横断型研究プロジェク

トとして RoboCup [3]が知られている．RoboCup には

様々なリーグが存在しており，それぞれのリーグにおいて

活発に研究，開発が行われている．その中の一つである

RoboCup サッカーリーグでは，ただ単に勝利するだけで

はなく，賢く安定して勝利することが望まれている．ラン

ダムや思いつきで作られた戦術を使って勝利するよりも，

緻密なデータ分析や機械学習によるモデル化を活用して

勝利につながる戦術を生成することがRoboCupの理念と

合致する．

本論文では，評価関数を自動で獲得するためにAlphaGo

で用いられた実験手順をRoboCupサッカーシミュレーショ

ン環境に応用することを試みる．そのために，評価関数を

4層のニューラルネットワークでモデル化する．ボールを

ペナルティエリアに持ち込むことができた行動の軌跡を

試合ログから抽出し，それをトレーニングデータとして扱

うことで，教師あり学習を行う．その後，強化学習によっ

て重みが調整されたニューラルネットワークを用いて，強

化学習を行う．教師あり学習を行うことで，さらに微調整

を行うことが可能となる．実験では，教師あり学習後の

ニューラルネットワーク，強化学習後のニューラルネット

ワークを用いた評価関数を用いて試合を行い，性能を評

価する．
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2 関連研究

近年は，様々な問題領域に対して深層学習 [4, 5]が用いら

れている．深層学習では教師あり学習や強化学習を用い

てニューラルネットワークの重みを自動で調整することが

可能である．

例えば，マルチエージェント問題において，Hongら [6]

はマルチエージェントシステムを対象とした Q-network

を提案した．このモデルではサッカーフィールドをグリッ

ド状に仕切った離散空間が使用されている．しかし多く

の現実問題では，このような離散的な環境ではなく，連続

的に表現される場合がほとんどである．

Liu ら [7] や Hausknecht ら [8] は連続的に全状態が表

現されるRoboCup サッカーシミュレーション環境におい

て，深層学習を適用した．しかし，これらの手法はプレイ

ヤの人数を少人数，もしくは 1:1に限定している．これは

RoboCupサッカーシミュレーションにおける多くの制約

問題に起因している．

一方で，評価関数に関する研究として，Warnellら [9]は

Atariのボウリングゲームに対して，人間のトレーナーを

用いることでより早いニューラルネットワークの学習を可

能にし，高い性能を残した．Stanescuら [10]はDeep Con-

volutional Neural Networkを Real-time Strategy Game

に応用する手法を提案している．また，Silverら [1, 2]は

碁において人工知能が人類を超えるほどの探索手法と評

価関数を提案した．

本論文では，RoboCupサッカーシミュレーション環境

において，ニューラルネットワークを用いて評価関数をモ

デル化し，学習することを試みる．

3 RoboCup

3.1 RoboCup サッカー

RoboCup は，ロボット工学と人工知能の発展を目的とし

た，自律移動型ロボットによるサッカーなどを題材とした

研究プロジェクトである．RoboCup には「西暦 2050 年

までに，サッカーの世界チャンピオンチームに勝てる自

律型ロボットチームを作る」という目標があり，この目標

に向けて盛んに研究が行われている．RoboCup にはサッ

カー以外にも，大規模災害への対応のシミュレーションや

災害現場で活躍するロボットの開発を促進するレスキュー

リーグ，日常生活で人間を支援する自律ロボットによる競

技を通じて，人とコミュニケーションしながら役に立つロ

ボットの実現を目指す@ホームリーグの他に，次世代のロ

ボット技術者育成を目的としているジュニアリーグも存在

する．本論文では，RoboCup サッカーシミュレーション

リーグを研究の対象とする．サッカーシミュレーションは

モデル化の形式によって 2D リーグと 3D リーグに分け

られる．図 1，2に 2D リーグと 3D リーグの試合の様子

を示す．本論文では，図 1の 2D リーグを扱う．

図 1: Soccer simulation 2D league

図 2: Soccer simulation 3D league

3.2 RoboCup サッカーシミュレーション 2D リーグ

本研究では，RoboCupサッカーシミュレーション 2Dリー

グを対象とする．シミュレーションリーグは RoboCup創

設当初から存在する最も古いリーグの 1つである．2Dリー

グでは実機を使用せず，コンピュータ内に用意された二次

元平面を仮想サッカーフィールドとし，円形のエージェン

トをプレイヤとして競技を行う．また，プレイヤやボール

の位置と速度は全て二次元ベクトルとして表される．2D

リーグでは，kick，dash，turn などの抽象化されたコマ

ンドを基本行動とする．試合は前後半 3000 サイクルずつ

合計 6000 サイクルからなる．1 サイクルは 0.1 秒で離散

化されている．

プレイヤやコーチはそれぞれ独立したエージェントと

してプログラムされている．各プレイヤには実際の人間

と同様に視野が設定されており，自身の視野内で認識でき

た情報に基づき，視覚情報が形成される．また，他のプレ

イヤやコーチがメッセージにフィールドの情報を含めるこ

とで，視野情報を補完できる．これらの視覚情報や聴覚情

報からフィールド情報を形成し，これに基づきドリブル

やパスなどの意思決定を下す．しかし，視覚情報にはノイ

ズが含まれ，正確な情報を獲得することができない．聴覚

情報についても確実に受信できるわけではなく，コーチの
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(player_type (id 17)(player_speed_max 1.05)(stamina_inc_max 51.6181)

(player_decay 0.459447)(inertia_moment 6.48617)(dash_power_rate 0.00489698)

(player_size 0.3)(kickable_margin 0.643989)(kick_rand 0.0439887)(extra_stamina 

85.5322)(effort_max 0.857871)(effort_min 0.457871)(kick_power_rate 0.027)

(foul_detect_probability 0.5)(catchable_area_l_stretch 1.03085))

(playmode 1 kick_off_l)

(team 1 opuSCOM NEO_FS 0 0)

(show 1 ((b) 0 0 0 0) ((l 1) 0 0x9 -49.1109 0.0076 -0.0444 0.003 -92.301 90 (v h 

180) (s 8000 1 1 130555) (c 0 1 69 0 1 71 1 1 0 0 1)) ((l 2) 11 0x1 -18 -5 0 0 7.368 

-3 (v h 180) (s 8000 0.941673 1 130600) (f l 11) (c 0 0 50 0 1 51 1 0 0 0 1)) ((l 3) 8 

0x1 -18 5 0 0 -38.621 26 (v h 180) (s 8000 0.805717 1 130600) (f l 11) (c 0 0 50 0 

1 51 1 0 0 0 1)) ((l 4) 7 0x1 -18 -14 0 0 -5.5 7 (v h 180) (s 8000 0.944233 1 130600) 

(f l 11) (c 0 0 50 0 1 51 1 0 0 0 1)) ((l 5) 16 0x1 -18 14 0 0 7.083 2 (v h 180) (s 8000 

0.876201 1 130600) (f l 11) (c 0 0 50 0 1 51 1 0 0 0 1)) ((l 6) 4 0x1 -15 0 0 0 29.599 

1 (v h 180) (s 8000 0.996398 1 130600) (f l 11) (c 0 0 50 0 1 51 1 0 0 0 1)) 

図 3: Game log

メッセージは通常プレイ時には到達までに遅延も発生す

る．そのため，プレイヤはフィールド上の正確な情報を保

持することはできない．一方で，コーチはフィールド上の

すべての情報をノイズなしで取得することができるため，

正確なフィールド情報を保持することができる．通常プ

レイ時におけるプレイヤへの意思伝達には遅延が発生し，

回数も制限されているが，ハーフタイム時においては，プ

レイヤに即時に情報を伝達することが可能である．また，

試合毎に異なる能力を持つプレイヤのセットが与えられ，

各チームがポジションの割当を行う．

上記のようにRoboCupにはランダムな要素が多く，プ

レイヤが獲得する情報や物体の移動にノイズがかかるこ

とから，同一の対戦相手であっても，試合毎に結果や内容

が異なる．

3.3 試合ログ

試合ログは，RoboCupサッカーシミュレーション 2Dリー

グにおいて，試合終了後にサーバから出力されるファイ

ルである．試合ログには，各プレイヤの最高速度やキック

できる範囲等といったパラメータ，ゲームの状態，サイク

ル毎のプレイヤとボールの位置や速度の情報，プレイヤ

の行動，プレイヤやコーチ間の情報の伝達等といった試

合中の全ての情報が含まれている．そのため，試合ログを

用いることで終了した試合を再生することができる．実

際の試合ログを図 3に示す．図 3のように，試合ログは

試合中の情報が文字列で表現されている．そのため，分析

に用いる際は必要な情報のみを抽出する．

3.4 状態評価

プレイヤは意思決定を行う際に，各行動や状態に対して

評価値を付ける．評価値は評価関数によって算出される．

プレイヤが観測した現状態や予測状態を入力として，評

価関数を用いることで状態評価を可能にする．状態評価

は行動選択時に用いられ，行動選択手法と組み合わせる

ことで，プレイヤは数手先の状況を考慮し，より戦術的価

値が高い行動を選択することが可能となる．

現在，評価関数は人間の知識に基づいて行動のルール

を設定することで調整されている．行動のルールを設定

するにあたって，評価方法を考慮する必要がある．評価の

指標として，ボールとゴールの距離，ボールと敵プレイヤ

の距離を用いる場合や，プレイヤの行動を評価値の指標

とする場合が考えられる．これらの特徴量は開発者の勘

や経験によって決定され，またその評価値の計算方法も

手作業によって調整される．そのため，開発者の意図通り

にプレイヤエージェントを制御するには，開発者の評価

関数調整に関する熟練した知識と多数の繰り返しが現状

では必要である．

3.5 行動選択

本論文では，行動意思決定のモデルとして木探索による協

調行動プランニングを用いる [11]．このモデルでは，ボー

ルキック時において探索木を生成することにより，行動

プランを作成している．行動プランを次にプレイヤが行

うべき一定数の長さを持つ行動列と定義する．本論文で

使用するチームでは，探索木の走査アルゴリズムとして，

最良優先探索を用いる．以下の手順により行動プランを

作成する．まず，ルートノードに現状態を格納する．そし

て，ルートノードから行動候補を生成する．このとき，プ

レイヤが観測した現状態や予測状態を入力とし，自分と

味方プレイヤを含めた複数のエージェントによって実行可

能な行動（パスやドリブル，シュートなど）を生成する．

この時，実現可能な行動かどうかを計算し，不可能だと判

断した行動は削除されるため，確実性のある行動のみ生

成される．生成された行動に対して評価関数により評価

値を計算し，行動と状態，評価値を探索木へ子ノードとし

て格納する．すべてのノードが追加された後，評価値が

最大のノードを選択し，そのノードにおける予測状態か

らさらに行動の候補を生成する．これを繰り返すことで，

探索木を成長させ行動プランニングを実現する．ただし，

木の深さがあらかじめ設定した値を越える場合や，ノー

ドの予測状態から行動が生成できない場合，行動列の終

了条件に設定されている行動（シュートなど）が生成され

た場合には，その葉ノードでの子ノード生成は行わない

ものとする．構築された木構造の中からノード列をつな

げることで，行動列を得る．

最良優先探索に基づく行動列探索の例を図 4に示す．簡

略化のためノードには行動の評価値のみを記し，エッジ上

に行動を記している．図 4では，初期状態からある地点

へのドリブル動作が 1つ，パス動作が 2つ生成されてい

る．そして，それぞれに対し評価関数により，評価値を計

算する．その結果，ドリブルには評価値 30，パスにはそ

れぞれ評価値 20，評価値 10が計算されている．この中で

最も評価値の高い行動である，評価値 30のドリブル行動

後の予測状態から，実行可能な行動をさらに生成し評価値

を計算している．仮に，図 4の状態で探索が終了された
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ならば，この探索木では，ある地点までドリブル動作を行

い，その後ドリブル動作を行う行動プランが生成される．

図 4: Example of action planning

4 提案手法

本論文では，行動プランニングにおける行動決定の要素

となる評価関数に着目する．チームを強くするためには，

各プレイヤが的確に行動選択する必要がある．現在，評価

関数は開発者の勘と調整の繰り返しによって定められた評

価項目とパラメータによって設定されている．そのため，

本当に適切な行動を選択できているかどうか不明である

うえに，手動による調整ではコストや性能に限界がある．

そこで，本論文では行動の適切な評価を行うために，教師

あり学習と強化学習を組み合わせて評価関数を自動で獲

得することを目的とする．

本論文では，評価関数を構築するために，AlphaGoの手

法をRoboCup環境に応用する．サッカーシミュレーショ

ン 2Dリーグでは，プレイヤエージェントは 0.1秒で意思

決定を行わなければならない．そのため，複雑な構造の

モデルでは，計算時間が長く意思決定を行うことができ

ない可能性がある．このことから，今回は複雑すぎない

構造の 4層ニューラルネットワークを評価関数のモデル

として用いる．ニューラルネットワークは高い近似能力を

持つため，評価関数のモデルとしてふさわしいと考えた．

さらに，ニューラルネットワークは評価関数のモデルとし

て非常に優れた性能を持っており，構造を変更することも

比較的容易であることから，ニューラルネットワークを本

実験では用いることとする．

本論文では 2 種類のニューラルネットワーク（NN1,

NN2）を用いる．ニューラルネットワークの構造の概要を

表 1に示す．ニューラルネットワークの入力として，予

想ボール位置 (xp, yp)の 2入力の場合と，現在ボール位置

(xc, yc)と予想ボール位置 (xp, yp)の 4入力の場合を用意

した．すべての層においてシグモイド関数を活性化関数

として用いる．そのため，ニューラルネットワークの出力

値の範囲は [0,1]となる．

表 1: Neural networks for experiments

Neural Network NN1 NN2

Input Layer 2 4

Hidden1 Layer 100

Hidden2 Layer 100

Output Layer 1

Activation Function Sigmoid

Learning Rate 0.1

4.1 教師あり学習

教師あり学習によって学習させた評価関数の性能を評価す

る．本論文では，敵のペナルティエリアに至るまで自チー

ムがボールを保持し続けることが成功できた一連の行動を

成功エピソードとして定義する．教師信号は成功エピソー

ド中の行動に対しては 1，その他のエピソード中の行動に

対しては 0とする．図 5の赤線は成功エピソードを，青の

点線は失敗エピソードを示している．多くのチームのベー

スチームとして用いられる Agent2D [12]に対して，エキ

スパートを対戦させ，試合ログを収集する．その試合ログ

からエキスパートのパスやドリブルなどの行動を抽出し，

成功エピソードと失敗エピソードに分け，入力情報と教師

信号を付加した学習用データを生成する．エキスパートと

して，本論文では，HELIOS [13]とWrightEagle [14]を

用いる．両チームともに世界大会で複数回の優勝経験を

もつチームである．

−40 −20 0 20 40

−30

−20

−10

0

10

20

30

図 5: Example of positive episodes (red lines) and nega-

tive episodes (dotted blue line)

4.2 強化学習

強化学習によってニューラルネットワークの重みを更新し

て得られた評価関数の性能を評価する．ランダムに初期
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化された重みを用いず，教師あり学習によって学習された

重みを用いる．4.1節のときと同様に，ログファイルから

成功エピソードとその他のエピソードを抽出する．強化

学習における，評価関数の更新式を式 (1)に表す．

V new(s) = (1−α)V old(s)+α∗{0.5+γt(V (snext)+R−0.5)}
(1)

ここで，V は評価値，sは状態，Rは報酬，αは学習率，

γ は減衰率とする．また，tはエピソードの最後の行動を

1として，行動を遡るにつれて 1ずつ増加させる．

また強化学習の実験では，本研究室が開発しているチー

ム opuSCOMを用い，敵チームは Agent2Dとする．

5 数値実験

5.1 実験設定

数値実験では，教師あり学習，強化学習によって重み調整

されたニューラルネットワークを評価関数のモデルとし

た際の性能の変化を調査する．教師あり学習，強化学習

ともに NN1，NN2を用いる．また学習用データとして，

HELIOSの試合ログのみを用いたもの，WrightEagle の

試合ログのみを用いたもの，両チームの試合ログを用い

たものを用意する．ニューラルネットワークの重みを全く

学習していない初期値のままのものも比較対象として用

いることで，ニューラルネットワークの学習が成功して

いるのかどうかを評価する．強化学習においては，プレ

イヤがすべての視覚情報を正確に得ることができる，full

state環境下においても実験を行う．すべての実験設定を

表 2に示す．Defaultとは，人間によって設定されたルー

ルの集合で表現された評価関数である．Simpleはゴール

までの距離が短いほど良い評価値をもつ単純な評価関数

でありそれ以外のルールを持たない．これは Agent2Dが

用いているものと同等のものである．また性能の評価指

標として，本論文では平均得点，勝率，平均ペナルティエ

リア侵入回数を調査する．

5.2 実験結果

HELIOSの試合ログを用いて学習したニューラルネット

ワークの評価値の遷移を図 6 - 11に示す．各図において，

x > 0の領域は敵陣を，x < 0の領域は自陣とする．NN1

については，(xp, yp)を入力として与えることで評価値を

可視化している．NN2の場合は，まず 9つの (xc, yc)を入

力として与える．それぞれ，(-45.0, -30.0)，(0.0, -30.0)，

(45.0, -30.0)，(-45.0, 0.0)，(0.0, 0.0)，(35.0, 0.0)，(-45.0,

30.0)，(0.0, 30.0)，(45.0, 30.0)である．その後NN1と同様

に，(xp, yp)を入力として与えることで，9箇所の (xc, yc)

における (xp, yp)の評価値を可視化した．

図 6 - 11から，ニューラルネットワークはエキスパー

トの行動をうまく学習していることがわかる．ボールをペ

ナルティエリアに持ち込むことができるようなボールの

軌跡は高い評価値をもっているが，一方で，たとえゴール

から近くてもボールをペナルティエリアに持ち込むこと

が難しい行動は評価値が低くなるように出力されている．

Agent2Dとの試合結果を図 12 - 14 に示す．各項目名

は表 2に示している．図 12 - 14から，ほとんど全ての

ニューラルネットワーク評価関数は Defaultや Simpleの

評価関数に匹敵することがわかった．一方で，それらを

上回る性能を残すことはなかった．これらの結果は，実

験設定が原因であると考えられる．例えば，強化学習に

おいて学習率 αが固定であることや，式 (1)は，学習に

おいて強い影響を持っており，本設定ではうまく学習でき

ないことがわかった．そのうえ，ボール位置だけをニュー

ラルネットワークの入力にすることは不十分であるため，

敵プレイヤや味方プレイヤの位置を考慮可能なニューラ

ルネットワークを検討する必要がある．

6 おわりに

本論文では，教師あり学習や強化学習を用いて評価関数を

学習する手法を提案した．機械学習手法を用いて自動で

微調整した評価関数は，ボードゲームだけでなくサッカー

でも用いることが可能であることがわかる．今後の課題

として，異なる構造のニューラルネットワークを用いて調

査することや，敵プレイヤの位置情報などを考慮できる

ように入力を変更することが挙げられる．
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図 6: Input-output mapping of NN1 trained by super-

vised learning
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図 7: Heatmap of the evaluation value from NN1 trained

by supervised learning
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図 8: Input-output mapping of NN2 trained by super-

vised learning
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図 9: Heatmap of the evaluation value from NN2 trained

by supervised learning
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図 10: Input-output mapping of NN1 trained by rein-

forcement learning
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図 11: Heatmap of the evaluation value from NN2

trained by reinforcement learning

図 12: Average scored goals

図 13: Average win rates

図 14: Average number of times the ball entered into the

opponent penalty area
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